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Résumé

Dans ce rapport, nous évaluerons la pertinence des données hebdomadaires des

requêtes faites sur le moteur de recherche de Google au niveau de la prédiction du

mois courant et du prochain mois sur plusieurs variables du marché d’emploi au

Canada et au Québec. Plusieurs types de modèles en fréquence mixte sont

considérés et leur performance est évaluée dans un exercice de prévision hors

échantillon s’étalant sur la période 2014M09 - 2019M09. Les Google Trends améliorent

la précision des prévisions du taux d’emploi, des heures travaillées et du taux de

chômage. La disponibilité de ces données en haute fréquence est cruciale. Leur

apport est important surtout durant les deux premières semaines du mois, donc

lorsque les données de l’Enquête sur la population active ne sont pas encore

disponibles pour le dernier mois.

Mots clés : Prévision, Macroéconomie, Marché d’emploi, Google Trends, Machine Learning.



1 Introduction

Au Québec, en 2018, plus de 88% de la population âgée de 15 ans et plus utilisaient

Internet à des fins personnelles et le nombre est toujours croissant. 1 L’objectif est

d’évaluer si à partir de ces comportements de navigations nous pouvons générer des

prévisions fiables de l’activité macroéconomique, et en particulier du marché du travail.

Généralement, ce genre de données est de nature privée. Cependant, depuis 2006, le

géant du service technologique Google a rendu publiques des données sur le volume

relatif de requêtes faites sur son moteur de recherche pour un terme en particulier à

travers le temps. Ainsi, un aspect intéressant avec ces requêtes est qu’elles peuvent

représenter l’intérêt ou l’attention que porte la population à un sujet précis, une chose

habituellement particulièrement difficile à mesurer. Une autre caractéristique importante

est la fréquence de publication de celles-ci. Ces données sont disponibles sur une base

journalière, hebdomadaire et mensuelle, ce qui rend l’analyse en temps réel intéressante.

Traditionnellement, les agences statistiques telles que la Federal Reserve Bank of Economic

Data ou Statistique Canada, publient les données macroéconomiques avec un délai de

plusieurs mois. Aussi, ces dernières peuvent être révisées vu la qualité des données

accessibles au moment de leur première sortie, ce qui peut complexifier l’analyse en

temps réel. Ceci peut aussi notamment poser quelques problèmes pour les décideurs

politiques, les acteurs financiers ou même les banques centrales qui désirent avoir une

vision de l’état actuel de l’économie, surtout en période de crise. Cette propriété qu’ont

les données de Google Trends à être disponible très rapidement peut alors permettre de

corriger les problèmes liés aux délais dans la publication officielle des données.

Concrètement, cela offre ainsi la possibilité d’effectuer des prévisions pour la période en

cours (nowcasting) avec de la nouvelle information à plus haute fréquence. Le but de ce

projet est ainsi de vérifier si l’utilisation des données de Google Trends (GT) à haute

fréquence améliore la prévision à très court terme de plusieurs variables en lien avec le

marché du travail au Canada et au Québec telles que l’emploi, le taux de chômage, le

taux d’emploi et les heures travaillées.

L’usage de ces données n’est qu’évidemment relativement récent, mais leur utilité a

été testée dans plusieurs domaines. Ginsberg et al. (2009) sont parmi les premiers à les

1. Statistics Canada (2020) Table 22-10-0083-01 Internet use by province. Récupéré de :
https ://www150.statcan.gc.ca/t1/tbl1/en/tv.action?pid=2210008301
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avoir employés. Ils utilisent le volume de termes de recherche en rapport avec la grippe

et ses symptômes afin de surveiller la progression de celle-ci en temps réel. Les auteurs

surveillent le comportement de recherche qui ressemble à ceux de la grippe qui sont

adressés sur le moteur de recherche de Google. Ainsi, ils ont réussi à estimer le niveau

d’activité grippale hebdomadaire dans chaque région des États-Unis, avec un décalage

d’environ un jour. En économie, plusieurs publications ont montré la pertinence de

l’utilisation des GT pour faire la prévision d’une multitude de variables

macroéconomiques. Il est notamment question de sujets tels que la consommation

(Vosen and Schmidt, 2009 ; Kholodilin et al., 2010 et Combes and Bortoli, 2015),

l’inflation (Guzman, 2011 et Seabold and Coppola, 2015) et le marché immobilier (Wu

and Brynjolfsson, 2015 ; Kulkarni et al., 2009 et McLaren and Shanbhogue, 2011). Du côté

du marché du travail, Choi and Varian (2009) sont également parmi les premiers à avoir

exploité les GT, notamment pour prévoir les demandes initiales de chômage en temps

réel aux États-Unis. De la même façon, Askitas and Zimmermann (2009) ont conclu que

l’utilisation des requêtes faites sur Google pouvait être un bon ajout dans les modèles

servant à prédire le taux de chômage en temps réel en Allemagne. D’Amuri (2009) et

Suhoy (2009) ont utilisé les GT pour la prévision du taux de chômage en Italie et en

Israël respectivement.

Ces premiers résultats ont ouvert la porte aux futures recherches utilisant les Google

Trends afin de prévoir des variables liées au marché de travail. Ainsi, plus récemment

D’Amuri and Marcucci (2017) montrent que l’intensité de recherche du mot-clé « jobs »

peut être un bon prédicteur du taux de chômage aux États-Unis, un résultat confirmé

par Nagao et al. (2019) et Maas (2020). Fondeur and Karamé (2013) et Naccarato et al.

(2018) prévoient plutôt le taux de chômage chez les plus jeunes en France et en Italie

respectivement. Enfin, Borup and Schütte (2020) s’intéressent à la prévision de l’emploi

aux États-Unis en utilisant un large éventail de mots-clés en lien avec l’activité de

recherche d’emploi et de sentiment liés au marché du travail. Ils démontrent notamment

que les modèles de prévisions utilisant les GT peuvent être un outil précieux afin

d’obtenir de l’information en temps réel sur le niveau de l’emploi. Malgré le fait que

plusieurs chercheurs provenant d’une multitude de pays s’y soient intéressés, à notre

connaissance, aucune recherche de ce genre n’a été faite dans le cas de l’emploi du

Canada et du Québec. Notre contribution viendra donc combler ce vide.

Plus concrètement, cet ouvrage évaluera si les données hebdomadaires de Google
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ajoutent une plus-value à la prévision des variables du marché de l’emploi canadien et

québécois. Les variables d’intérêts sont le taux de chômage, l’emploi, le taux d’emploi et

le nombre d’heures totales travaillées. Puisque ces cibles sont mensuelles, nous

vérifierons l’importance de l’information contenue dans les GT quatre fois durant le

mois : de la première jusqu’à la quatrième semaine. En lien avec les conclusions de

Borup and Schütte (2020), qui démontre l’efficacité de la combinaison de plusieurs

mots-clés afin d’en faire des prévisions, plutôt qu’utiliser quelques mots-clés

individuels, une recherche massive de mots-clés a été préférée. Comme le choix des

termes de recherches de Google se révèle souvent être crucial pour la performance des

prévisions, deux méthodes de sélection de variables ont été abordées soit : l’analyse par

composante principale (ACP) et les méthodes de régularisation (LASSO et Elastic-Net).

Les données hebdomadaires de Google seront utilisées dans des modèles à fréquences

mixtes notamment de type MIDAS (Ghysels et al., 2004) et U-MIDAS (Foroni et al.,

2015). La performance des modèles sera évaluée dans un exercice de prévision hors

échantillon sur la période 2014M09 - 2019M09.

Les résultats ne sont pas uniformes à travers les variables à prévoir. Les Google Trends

améliorent la précision des prévisions surtout pour les variables comme le taux

d’emploi, les heures travaillées et le taux de chômage. Ils n’apportent pas d’information

substantielle dans le cas du taux de croissance d’emploi. En général, les performances

sont plus importantes dans le cas des variables canadiennes. La disponibilité des GT est

cruciale. Dans la grande majorité des cas, l’ajout des GT est bénéfique durant les deux

premières semaines du mois, donc lorsque les données de l’Enquête sur la population

active ne sont pas encore disponibles pour le dernier mois. Ceci illustre clairement

l’avantage de ce type de données. Au niveau de la sélection des mots-clés, on trouve que

la méthode de filtrage automatique performe mieux que la méthode par « intuition ».

Quant au traitement du problème de dimension, nous avons trouvé que la modélisation

par les algorithmes d’apprentissage automatique supervisés fait mieux que le modèle à

facteurs.

2 Données

Les séries à prévoir pour cette recherche proviennent de l’Enquête sur la population

active (EPA) de Statistique Canada. Celles-ci sont récupérées préalablement
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désaisonnalisées, sauf dans le cas des heures totales travaillées du Québec. Cette série a

été désaisonnalisée à l’aide du programme X-13ARIMA-SEATS du Census Bureau aux

États-Unis. Les données couvrent la période allant de janvier 2004 jusqu’à septembre

2019. La période débute assez tard, puisque les données de Google ne sont disponibles

qu’à partir de cette date. Les séries à prévoir pour le Canada et le Québec sont affichées

dans le tableau (1) :

TABLE 1 – Variables à prévoir

Séries Canada Québec
Emploi, 15 ans et plus v2062811 v2063756
Emploi, 15 à 24 ans v2062838 v2063783
Emploi à temps plein, 15 ans et plus v2062812 v2063757
Emploi à temps plein, 15 à 24 ans v2062839 v2063784
Emploi à temps partiel, 15 ans et plus v2062813 v2063758
Emploi à temps partiel, 15 à 24 ans v2062840 v2063785
Taux de chômage, 15 ans et plus v2062815 v2063760
Taux de chômage, 15 à 24 ans v2062842 v2063787
Taux d’emploi, 15 ans et plus v2062817 v2063762
Taux d’emploi, 15 à 24 ans v2062844 v2063789
Heures totales travaillées, 15 ans et plus v4391505 v2688377

Les taux de chômage et d’emploi sont transformés en première différence, et les

variables d’emplois et d’heures travaillées sont quant à elles transformées en première

différence des logarithmes.

2.1 Données de Google

En 2006, Google a rendu publique une partie de ses données à propos des requêtes

faites sur son moteur de recherche. Ainsi, on peut avoir accès gratuitement à des

données datant de 2004 jusqu’à aujourd’hui, portant sur le nombre de recherches faites

pour un mot-clé en particulier. En fait, ce que met Google à notre disposition est un

indice de popularité relative selon la région géographique pour laquelle on désire

recueillir les données. Par conséquent, ce n’est pas le volume de recherche qui est

directement disponible. À partir du nombre de recherches total et du nombre de

recherches faites pour un mot-clé particulier, Google a construit un indice. Ce sont ces

données qui sont utilisées dans ce travail de recherche. Malheureusement, la
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méthodologie complète n’est pas explicitée par Google. Une description sommaire sera

donc développée. Ainsi, chaque point de l’indice est construit de la manière suivante :

Le nombre de recherches faites pour un sujet est divisé par le nombre total de

recherches faites dans la région géographique d’intérêt pour une fréquence donnée

(journalière, hebdomadaire ou mensuelle), afin d’effectuer un comparatif de la

popularité relative. Ensuite, les résultats sont normalisés sur une échelle de 0 à 100 selon

la proportion du sujet choisi par rapport à toutes les recherches effectuées pour une

période de temps donnée. La normalisation de ces données est importante puisque le

nombre de personnes cherchant sur Google change constamment ce qui affecte

ultimement le nombre absolu de recherches. Le fait de normaliser permet donc de

comparer l’importance des recherches effectuées dans le temps. Il existe deux types de

données : les données en temps réel qui sont un échantillon aléatoire de recherches

effectuées au cours des sept derniers jours et les données en temps non réel qui sont un

échantillon aléatoire de recherche Google pouvant remonter jusqu’à 2004 et jusqu’à 36

heures avant la recherche d’un mot-clé. Ici, nous utiliserons les données en temps non

réel. Ainsi, les valeurs de l’indice peuvent varier selon le moment où les données ont été

recueillies. Cependant, ni Chauvet et al. (2016) ni D’Amuri and Marcucci (2017) n’ont

trouvé de différences substantielles entre les données téléchargées sur plusieurs jours.

La fenêtre de disponibilité des données change selon la fréquence désirée. À l’heure

actuelle, voici les différentes fenêtres d’horizons disponibles selon la fréquence :

• Mensuelle : Les données sont disponibles pour tout l’horizon soit de janvier 2004

à aujourd’hui.

• Hebdomadaire : Les données sont uniquement disponibles pour un horizon de

cinq ans. Par exemple, à partir du 1er janvier 2005 au 1er janvier 2009, puis si la

fenêtre dépasse cet horizon les données sont mensuelles.

• Journalière : Les données sont disponibles pour un horizon de huit mois. Par

exemple, à partir du 1er avril 2006 au 1er décembre 2006 et au-delà de cet horizon

de huit mois, les données sont hebdomadaires.
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2.2 Traitement des données

2.2.1 Pré-sélection des mots-clés de Google Trends

Les possibilités de recherches de mots-clés sont quasiment illimitées. Par exemple,

dans le cas du taux de chômage, on peut penser que les mots-clés qui englobent l’idée de

remplir un formulaire de prestation d’assurance-emploi peuvent être utilisés pour la

prévision. Ainsi, on peut dans un cas chercher directement pour le formulaire de

déclaration avec par exemple le mot-clé « assurance emploi » ou bien dans un autre cas

chercher plutôt pour « service canada ». Afin d’englober le plus possible les différentes

possibilités, une recherche massive de mots-clés sera la méthode utilisée pour trouver

ceux qui performent le mieux en matière de prévision. Les mots-clés ont été sélectionnés

à l’aide de l’outil de planification des mots-clés d’Adwords (Keywords Planner). En

entrant une idée de recherche sur la plateforme, celle-ci met à disposition une large

gamme de mots-clés en lien avec le sujet recherché. Par exemple, pour le sujet « emploi

», cet outil propose des mots-clés comme « recherche emploi » ou encore « trouver du

travail ». De plus, l’outil de planification propose des mots-clés selon la région

géographique d’intérêt.

Bien que la plateforme Adwords propose des centaines de mots-clés possibles selon

le sujet, ceux-ci ne sont pas nécessairement tous directement pertinents pour l’objet de

recherche. Ainsi, les mots-clés qui n’ont pas de pertinence économique ont été retirés.

Les mots qui ont une portée de recherche trop précise par exemple « cv comptable » ont

été retirés afin de garder le caractère plus général des recherches. Puis, les mots-clés

contenant des noms d’entreprises ont également été retirés. Finalement, les accents ou

les signes de ponctuation contenus dans certains mots ont également été laissés de côté,

puisque les recherches les incluant proposent généralement des niveaux plus faibles de

requêtes et elles sont donc moins représentatives. Parmi les mots-clés restants, tous

n’apportent possiblement pas une plus-value au niveau de la prévision. Alors, des

méthodes de réduction de dimension seront utilisées afin de diminuer le nombre de

mots-clés dans le but de conserver uniquement ceux qui sont potentiellement utiles pour

la prévision. Deux méthodes de présélection seront comparées.

Premièrement, une méthode où la sélection des mots-clés est faite par « intuition ».

L’idée de l’approche par « intuition » est de sélectionner manuellement un nombre

restreint de mots-clés qui viendraient englober les grandes lignes du marché du travail.
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Les mots-clés sont ainsi choisis en fonction de leur utilisation dans la littérature et en

raison de leur proximité avec les diverses variables à prévoir. De cette façon, 35

mots-clés pour le Québec et le Canada sont choisis. La liste des mots-clés sélectionnés se

retrouve en annexe dans le tableau (13).

L’autre méthode consiste en un algorithme statistique. En effet, la significativité

statistique des coefficients pour l’intégralité des mots-clés sera testée sur l’ensemble des

séries sur le marché de l’emploi. C’est-à-dire que pour chaque série à prévoir, l’ensemble

des GT seront inclus l’un à la suite de l’autre afin de tester leur pouvoir prédictif.

Puisque les données mensuelles de Google Trends contiennent toutes l’information de

recherches faites pour un mois, celles-ci seront d’abord utilisées à la place des données

hebdomadaires en vue de sélectionner les mots-clés les plus pertinents. L’algorithme est

basé sur le modèle prédictif suivant :

yt+h = α + ρyt+h−1 + βxt + εt+h (1)

où yt est la cible et xt une série mensuelle de Google Trends. Sous H0, xt n’a pas de pouvoir

prédictif, i.e. β̂ = 0. Le modèle sera estimé pour le mois en cours (h = 0) et pour un mois

à l’avance (h = 1), dans le but de tester le pouvoir prédictif des données de Google à très

court terme. Comme les données mensuelles de Google Trends sont toujours disponibles

avant la nouvelle sortie des séries du marché du travail, un tel exercice est alors possible.

Pour les deux horizons, seuls les mots-clés dont les coefficients sont significatifs à un

seuil de 5% seront sélectionnés. Cette méthode de sélection est intéressante puisqu’elle

est complètement conduite par les données, seules quelques hypothèses sur les familles de

mots-clés pertinents sont émises pour la récupération des mot-clés.

À l’intérieur des nuages à la Figure (1), les mots-clés qui ont survécu au filtre (1) sont

divisés mot par mot et ceux qui reviennent le plus souvent sont plus gros dans le nuage.

Par exemple, les mots-clés « site emploi » et « offre emploi » sont divisés de la sorte : « site

», « offre » et deux fois dans le cas d’« emploi ». Ainsi, ils ne représentent pas les mots-clés

utilisés en tant que tels, mais bien les mots individuels qui apparaissent le plus souvent.

Pour le Canada, on remarque que les deux nuages sont très semblables pour les deux

périodes. Ils contiennent en avant-plan entre autres les mots « resume » et « interview » qui

peuvent représenter le processus de recherche d’un emploi. De même pour le Québec où

les nuages mettent plutôt de l’avant les mots « emploi » et « chomage » qui eux peuvent
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(a) Canada, horizon pour période en cours (b) Canada, horizon d’un mois

(c) Québec, horizon pour période en cours (d) Québec, horizon d’un mois

FIGURE 1 – Nuage des mots-clés sélectionnés selon la région et l’horizon

rendre compte de l’action de chercher un emploi, mais prennent aussi en considération la

perte d’emploi.

2.2.2 Transformation des données

Comme il a été mentionné précédemment, la méthode utilisée par Google pour la

standardisation de leurs données n’a pas été explicitée, ce qui rend la tâche

particulièrement difficile lorsque l’on veut utiliser ce type de données à des fréquences

plus élevées que mensuelles. En effet, mensuellement les données de Google peuvent

être directement récupérées depuis leur première disponibilité jusqu’à aujourd’hui, ce

qui n’est pas le cas pour les fréquences plus élevées. Ainsi, pour obtenir l’ensemble des

données disponibles pour les autres fréquences, il faut chevaucher différentes

sous-périodes. Une simple juxtaposition de ces sous-périodes ne représente pas bien les

données pour l’ensemble. Effectivement, les indices entre les différentes sous-périodes

ne sont pas sur le même niveau puisqu’ils n’utilisent pas le même échantillon lors de

leur construction. Ainsi, une méthode de mise en commun inspirée par Bleher and

Dimpfl (2019) qui ont développé un algorithme qui permet de régler le problème de
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chevauchement des données de Google est utilisée.

Prenons le cas de deux échantillons qui ont des sous-périodes qui se chevauchent,

disons υa
t et υb

t . Comme il a été mentionné précédemment, la valeur de l’indice de

Google est dépendante de la période à laquelle elle appartient, donc les deux

sous-périodes devraient avoir pour le même temps t une échelle différente. Par

conséquent, l’algorithme permet de mettre les deux sous-périodes à la même échelle.

Celui-ci repose sur une approximation de la relation linéaire entre les deux

sous-périodes, soit l’équation suivante :

υb
t = βυa

t + εt (2)

Les auteurs suggèrent donc la construction d’un indice à l’aide de plusieurs

sous-périodes qui se chevauchent par au moins 30 jours (un mois) de données non

manquantes. Puis, d’utiliser ce chevauchement afin d’estimer les paramètres de

l’équation (2) par moindres carrés ordinaires. Cependant, comme ceux-ci utilisent des

données journalières, l’algorithme a été quelque peu modifié pour tenir compte de la

différence de fréquence dans les données utilisées. Soit l’algorithme suivant :

1. Recueillir des sous-périodes de cinq ans pour l’entièreté de la période d’intérêt.

Chaque sous-période doit contenir au moins une période d’un an qui se chevauche

entre elles.

2. Débuter avec les deux sous-périodes les plus récentes et identifier les observations

qui se chevauchent. La sous-période la plus récente (A) est nommée υa
t et l’autre

(B) est nommée υb
t .

3. Estimation de l’équation (2) en utilisant les observations se chevauchant.

4. Calcul des nouvelles valeurs de l’indice de Google υ̂b
t en utilisant α̂ et β̂.

5. Mettre en commun les valeurs d’origines de υa
t et les valeurs estimées υ̂b

t dans un

sous-ensemble. Ce nouveau sous-ensemble prend la place de B, et A est remplacé

par la prochaine sous-période.

6. Répéter les étapes 2 à 5 jusqu’à ce qu’il ne reste plus de sous-période.

Au total, plus de 513 mots-clés ont été sélectionnés pour le Canada et 298 pour le

Québec. Les mots-clés canadiens sont tous en anglais et ceux qui sont québécois tous en

français. Les données hebdomadaires sont désaisonnalisées à l’aide de l’algorithme STL
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(Seasonal and Trend decomposition using Loess), développé par Cleveland et al. (1990). Il

permet, contrairement au programme X-13ARIMA-SEATS, de prendre en charge la

saisonnalité pour des séries à fréquence hebdomadaire. Cependant, afin de déterminer

quelles sont les séries qui nécessitent un ajustement saisonnier le test de Kruskal-Wallis

(Kruskal and Wallis, 1952), de niveau de 5%, est appliqué sur les séries mensuelles,

puisque le nombre de semaines ainsi que les dates de l’année qui les composent ne sont

pas stables dans le temps.

Transformer un très grand nombre de séries afin de les rendre stationnaires peut être

un processus long et fastidieux. Pour ces raisons, un algorithme a été développé afin

d’automatiser le travail.

1. La série est d’abord modélisée de la manière suivante :

∆xt = c + βt + αxt−1 +
p

∑
i=1

γi∆xt−i + εt

Le nombre de retards p est sélectionné à l’aide de la méthode de Campbell-Perron

(retranchement du dernier retard non significatif à 5%).

2. Si les paramètres c et β sont significatifs, le test ADF est alors effectué. Si la série

est jugée non stationnaire à un seuil de 5% par le test, celle-ci est alors transformée

en première différence. Dans le cas contraire, la tendance linéaire est retirée.

3. Dans le cas où le coefficient β n’est pas significatif, la série est alors modélisée de

la manière suivante :

∆xt = c + αxt−1 +
p

∑
i=1

γi∆xt−i + εt

Si c est significatif au seuil de 5%, le test ADF est alors effectué. Si la série est

jugée non stationnaire au seuil de 5%, celle-ci est alors transformée en première

différence.

4. Finalement, dans le dernier cas où c n’est pas statistiquement significatif la série

est modélisée de la manière suivante :

∆yt = αyt−1 +
p

∑
i=1

γi∆yt−i + εt
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Dans ce cas, le test ADF est effectué. Si la série est jugée non stationnaire à un seuil

de 5%, celle-ci est alors transformée en première différence.

3 Prévision

3.1 Modèle à facteurs

Comme le nombre de prédicteurs est très élevé, voire supérieur même au nombre

d’observations, il est nécessaire d’adopter une approche de réduction de dimension. La

méthode privilégiée dans la littérature est le modèle à facteurs.

Xt = ΛFt + εt (3)

où Xt est un vecteur de dimension N contenant l’ensemble des GT présélectionnés, Ft

sont les K facteurs latents non observés (K < N) et Λ est une matrice de poids. Les Ft et

Λ, sont estimés par l’analyse en composantes principales, comme proposé par Stock and

Watson (2002). Ainsi, F̂ est la matrice qui contient les facteurs qui vont être utilisés dans

les modèles qui vont suivre.

Une autre solution au problème de dimension sera également utilisée. Il est question

ici de la régularisation par l’entremise de la méthode LASSO. Elle sera discutée plus loin

dans le texte.

3.2 Modèles de prévision

Comme nous sommes dans le cadre de prévision en fréquence mixte, c’est-à-dire que

nous prévoyons une série mensuelle en utilisant les prédicteurs hebdomadaires, le

modèle MIDAS servira de base.

3.2.1 Modèle MIDAS-AR(p)

L’approche a été introduite par Ghysels et al. (2004) et permet de modéliser la

réponse de la variable dépendante aux variables explicatives de fréquence supérieure

sous la forme d’un modèle à retards distribués très parcimonieux. L’estimation d’un

vecteur de poids associés aux variables à plus haute fréquence permet ainsi d’empêcher
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la prolifération de paramètres qui pourraient en résulter. En plus de l’utilisation des

données à fréquence supérieure, comme mentionné, on ajoute au modèle une portion

autorégressive qui tient compte de l’autocorrélation de la série à prévoir dans le temps.

Les prédicteurs à haute fréquence sont contenus dans le vecteur de facteurs estimés F̂t.

Y(m)
t+h = µ +

p(m)
y

∑
p=1

ρpY(m)
t−p +

K

∑
k=1

βk

p(w)
x

∑
j=0

bk
(

j; θ
)

F̂(w)
k,t−j + ε

(m)
t+h (4)

où ε
(m)
t+h est un processus bruit blanc. Les exposants (m) et (w) rappellent que la variable

est observée en fréquence mensuelle et hebdomadaire respectivement.

C’est le vecteur de poids b
(

j; θ
)

qui permet d’agréger les retards de la variable à plus

haute fréquence et ainsi réduire le nombre de paramètres à estimer. Les poids sont

construits de sorte que les éléments de b
(

j; θ
)

soient compris entre [0, 1] et que la somme

∑
p(w)

x
j=0 b

(
j; θ

)
= 1, ce qui permet d’identifier le coefficient β̂.

Le vecteur de poids est modélisé par le polynôme exponentiel d’Almon. Le fait que

ce polynôme soit assez flexible et parcimonieux fait en sorte qu’il très populaire afin

d’estimer les modèles MIDAS. En effet, il n’a que deux paramètres θ1 et θ2 à estimer. La

fonction exponentielle permet de produire des formes de « bosse », ce qui assure un

déclin de la valeur des poids dans le temps. Cette perte de poids est garantie tant que

θ2 ≤ 0. L’importance associée à chacun des retards peut diminuer lentement ou

rapidement selon le nombre ajouté au modèle. De plus, il est important de souligner que

le taux de décroissance détermine le nombre de retards inclus. En effet, une fois la forme

fonctionnelle de b
(

j; θ
)

spécifiée, la sélection du nombre de retards optimal est

exclusivement conduite par les données. C’est-à-dire que les retards qui ont une

influence moindre dans l’estimation du polynôme voient l’importance de leur

contribution tendre vers zéro. Formellement,

b
(

j; θ
)
= b

(
j; θ1, θ2

)
=

exp(θ1,j + θ2
2,j)

∑N
j=1 exp(θ1,j + θ2

2,j)
(5)

où N est le nombre de retards maximal pour la variable à haute fréquence. Vu la forme

non linéaire de b
(

j; θ
)
, il faudra estimer les paramètres par moindres carrés non linéaires.

Dans le choix des paramètres, le modèle conservera une certaine parcimonie. En effet,
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seulement un retard dans la variable à prévoir, mais 16 retards des facteurs dont la

pertinence sera choisie à l’aide de la fonction b
(

j; θ
)
.

3.2.2 Modèle U-MIDAS-AR(p)

Le modèle U-MIDAS est une variante sans restriction du modèle MIDAS et a été

introduit par Foroni et al. (2015). Les auteurs démontrent notamment que le modèle sans

restriction peut obtenir de meilleurs résultats lorsque l’écart de fréquence entre les séries

utilisées est faible. Rappelons que le modèle MIDAS introduit un polynôme de poids qui

permet de synthétiser l’information des variables à plus hautes fréquences afin de

réduire le nombre de coefficients à estimer. Le modèle sans restriction de son côté

n’applique pas de polynôme de poids sur ces variables. De cette manière, celui-ci

constitue le cas particulier où le vecteur de poids b
(

j; θ
)
= 1 pour tous les retards des

facteurs de Google. Il offre donc davantage de flexibilité comparativement à la

paramétrisation du polynôme exponentiel d’Almon. L’importance des variables à plus

hautes fréquences est donc déterminée directement lors de l’estimation des coefficients

du modèle. Voici la représentation générale d’un modèle autorégressif multivarié :

Y(m)
t+h = µ +

py

∑
p=1

ρpY(m)
t−p +

K

∑
k=1

px

∑
j=0

βk,j+1F̂(w)
k,t−j + ε

(m)
t+h (6)

où px est le nombre maximal de retards des facteurs. Un des avantages de ce modèle

est qu’on peut l’estimer par MCO. D’un autre côté, un de ses points faibles est que le

nombre de paramètres peut augmenter très rapidement, affectant de ce fait la variance

des prévisions. Ainsi, le nombre de retards maximal py et px et le nombre de facteurs K

sont choisis avec le critère d’information bayésien (BIC).

3.2.3 Modèle LASSO

Le modèle LASSO a été introduit par Tibshirani (1996) et peut être représenté comme

un modèle de régression linéaire contenant une contrainte supplémentaire. Le LASSO

est une méthode de régularisation. Le modèle remplit son objectif en excluant les

variables de la régression avec le faible pouvoir prédictif. Cette caractéristique fait en

sorte qu’en présence d’importante quantité de variables explicatives possibles, ce

modèle s’avère utile pour en réduire la dimension. Ainsi, le modèle sera appliqué sur
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l’ensemble des séries de mots-clés de Google et non sur leurs facteurs comme ce fut le

cas précédemment. L’utilisation du LASSO permettra donc de cibler les mots-clés ayant

le meilleur pouvoir prédictif, tout en estimant le modèle, d’où son appellation d’une

procédure supervisée. Les coefficients β̂LASSO du modèle LASSO minimise la fonction

objective suivante :

argmin
β

{ T

∑
t=1

(
Yt − β0 −

M

∑
j=1

β jzj,t

)2

+ λ
M

∑
j=1

∣∣β j
∣∣} (7)

où zj,t représente un GT et M = py + N× px. Autrement dit, la matrice Zt = [z1,t, . . . , zM,t]

comprend les py retards de la cible et tous les GT et leurs px retards.

Le paramètre de réglage (un hyperparamètre) λ ∈ (0, ∞) sert à contrôler l’impact

relatif de la pénalité sur les estimations des coefficients de régression. Par exemple, si

λ = 0, on obtient l’estimateur des MCO et lorsque λ = ∞, tous les coefficients sont

tirés vers zéro. Par conséquent, en fonction de la valeur de λ, le LASSO peut produire

un modèle impliquant n’importe quel nombre de variables. Il effectue ainsi un arbitrage

entre biais et variance. En effet, une augmentation de λ tire davantage de coefficients vers

zéro et accentue le biais, mais diminue du même coup la variance de la prévision.

L’estimation est effectuée avec les séries de mots-clés de Google directement et non à

l’aide de leurs facteurs. On utilise dans le modèle px = 16 retards pour chacun des

mots-clés et py = 4 retards de la variable à prévoir. Comme il a été mentionné, le choix

du nombre de coefficients est dépendant de la valeur du paramètre de pénalité λ

sélectionnée. L’optimisation de λ est faite par la méthode de validation croisée. Ainsi,

pour chaque valeur de λ, l’échantillon qui sert à l’estimation des paramètres est divisé

en cinq parties égales, puis chaque partie est prédite à l’aide des quatre autres. Ceci est

effectué pour 1000 valeurs de λ. La valeur qui minimise la moyenne des erreurs

quadratiques moyennes obtenues des cinq prévisions qui est la plus faible sera l’estimée

finale de λ.

3.2.4 Modèle Elastic-Net

En présence de variables corrélées, LASSO a tendance à écarter celles ayant

l’influence prédictive moins importante. Ceci implique la sélection de modèles non
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convergente. L’alternative proposée est Elastic Net (EN) de Zou and Hastie (2004) :

argmin
β

{ T

∑
t=1

(
Yt − β0 −

M

∑
j=1

β jzj,t

)2

+ λ
M

∑
j=1

(1− α)
∣∣β j

∣∣
1 + α

∣∣β j
∣∣2} (8)

avec α = 0.5, un autre hyperparamètre.

3.3 Modèle de référence

Le modèle de référence est celui contre lequel les performances des autres modèles

seront comparées. Le modèle autorégressif AR(p) fera office de référence. Celui-ci est

souvent utilisé à cause de sa simplicité dans la littérature des prévisions effectuées avec

les données de Google.

Yt+h = µ +
py

∑
p=1

ρpYt−p + εt+h (9)

Il permettra ainsi de vérifier si l’ajout des données de Google Trends aux modèles

améliore les prévisions pour un horizon très court. Le nombre optimal de retards est

sélectionné avec le BIC.

4 Approche prévisionnelle

Les données de Google Trends seront utilisées ici dans le but d’effectuer des

prévisions pour la période en cours (nowcasting) et pour un horizon d’un mois. Chaque

modèle sera d’abord estimé avec uniquement la première semaine du mois en cours

pour le nowcasting ou la première semaine du mois précédant pour l’horizon d’un mois.

Puis, on y ajoutera les unes après les autres les trois autres semaines du même mois. 2

L’objectif est de vérifier si l’ajout d’information intramensuelle au sujet des recherches

effectuées sur Google permet d’obtenir de meilleurs résultats au niveau de la qualité des

prévisions.

La méthode utilisée pour évaluer la performance des modèles consiste à faire un

exercice historique de prévision hors échantillon. Ainsi, les estimations sont faites à

2. Pour ce qui est des mois contenant cinq semaines, la deuxième semaine de ce mois sera considérée
comme la première.
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l’aide de données historiques. Ceci dit, on procède aux estimations à l’aide d’une fenêtre

récursive, c’est-à-dire que dans un premier temps on estime les modèles avec un

sous-échantillon et on effectue la prévision pour l’horizon désiré. Par la suite, on ajoute à

ce même ensemble l’information de la période suivante, puis on effectue la prévision.

On suit donc ce procédé jusqu’à la fin de l’échantillon. Par exemple, pour l’ensemble des

modèles, l’estimation débutera avec le sous-échantillon 2004M1-2014M8 avec lequel on

prédira 2014M9 et ainsi de suite jusqu’à 2019M9. Au total, ce processus produira un

échantillon de 60 prévisions. De plus, pour les modèles MIDAS, lorsqu’il y a ajout

d’information à l’intérieur de la fenêtre d’estimation, les facteurs issus des mots-clés de

Google Trends sont estimés à chaque fois et au besoin la calibration des modèles l’est

également (nombre optimal de retards de la variable dépendante et des facteurs, ainsi

que le nombre de facteurs lui-même). L’expansion de cette fenêtre permet de notamment

capter les changements structurels dans le temps, puisque les paramètres sont estimés à

chaque période.

MoisT-2 T-1 T T+1

Ensemble informations de la variable ciblée (1)

Ensemble informations de la variable ciblée (2)

Ensemble d’informations de Google Trends (1)

Ensemble d’informations de Google Trends (2)

Publication des données pour T-1

(1) (2)

FIGURE 2 – Schéma des prévisions dans le cas du nowcasting

Bien que l’analyse n’est pas effectuée en temps réel, l’ensemble d’informations

disponibles pour chaque semaine d’estimation est tenu en compte. De manière générale,

les données de l’Enquête sur la population active (EPA) du Canada pour un mois donné

sont publiées uniquement au courant des deux premières semaines du mois suivant. De

cette façon, les estimations effectuées à l’aide des deux premières semaines n’utilisent

pas dans leur ensemble d’information le retard du mois précédent, mais bien seulement

ceux des mois avant celui-ci, puisque l’information n’est pas disponible à ce moment.

Par exemple, la Figure (2) vient résumer, en image, l’idée dans le cas de la prévision de la

période en cours. Le modèle de référence utilisera lui aussi le même principe pour

l’ensemble d’informations qui lui est disponible selon la semaine utilisée pour faire la

prévision.
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5 Critère d’évaluation des prévisions

Le critère de l’erreur quadratique moyenne (EQM) sera utilisé afin de comparer les

résultats des modèles. Ainsi, les EQM calculées hors échantillon pour l’ensemble des

modèles sont recueillies. Pour les deux horizons, le modèle de référence pour la

prévision d’un mois en avance est utilisé, puisque le nowcasting n’est pas possible avec

ce modèle.

EQMGT

EQMAR =
1
N ∑N

i=0(ε
GT
t+i)

2

1
N ∑N

i=0(ε
AR
t+i)

2
=

1
N ∑N

i=0
(
yt+i − ŷGT

t+i
)2

1
N ∑N

i=0
(
yt+i − ŷAR

t+i
)2 (10)

Les prévisions ŷGT sont celles obtenues à l’aide des modèles utilisant les données de

Google et ŷAR sont celles obtenues du modèle de référence. Dans le cas où le ratio des

erreurs est inférieur à un, cela signifie que le modèle augmenté de l’information

hebdomadaire de Google performe mieux que le modèle de référence.

Le test de Diebold and Mariano (1995) sera également utilisé afin de vérifier si les

performances des prévisions des modèles présentés précédemment sont statistiquement

différentes de celles du modèle de référence AR(p).

6 Résultats

6.1 Taux de chômage

Le tableau (2) montre les résultats pour la prévision du taux de chômage au Canada

puis au Québec. Rappelons que si le ratio est plus petit qu’un, cela signifie que le modèle

correspondant à la première colonne produit EQM plus petite que le modèle de

référence. Au Canada, le modèle MIDAS-AR augmenté par trois facteurs GT fait mieux

que le modèle de référence de 4.6% à 7.4% lorsque 2 à 3 semaines de Google Trends sont

disponibles. L’amélioration est même significative à la semaine 3. 3 Les gains sont

nettement plus petits et non significatifs dans le cas de la prévision à un mois en avance.

Du côté du Québec, la situation est inverse. Les GT apportent peu de gain à la

prévision du mois courant, mais affichent des performances solides lorsque le mois

3. À noter que le nombre d’observations dans hors échantillon est petit, alors ceci peut affecter la
performance du test Diebold-Mariano et rendre la probabilité des résultats significatifs plus petite.
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suivant est l’objet de prédiction. En effet, le modèle LASSO avec tous les mots-clés

augmente la précision de plus de 8% lorsque la première semaine du mois est

disponible, et donc avant la sortie du mois précédent par StatCan.

Les résultats pour le taux de chômage chez le jeune se trouvent au tableau (3). Pour le

Canada, les résultats sont plutôt encourageants puisque le modèle Elastic-Net améliore

la prévision de 4.6% et de 7.6% pour les semaines 1 et 2, qui sont, rappelons-le, les

semaines les plus importantes, car l’information de l’EPA du mois passé n’est pas encore

disponible. Pour la variable québécoise, les GT n’apportent pas de pouvoir prévisionnel.

6.2 Taux d’emploi

Les résultats pour la prévision du taux d’emploi se retrouvent au tableau (4). Dans le

cas du Canada, les techniques d’apprentissage automatique supervisées, LASSO et

Elastic-Net, affichent une excellente performance au niveau du nowcasting. Les

améliorations sont entre 12% et 14% en fonction de la semaine, et les résultats sont tous

significatifs. Lors de la prévision d’un mois en avance, le modèle U-MIDAS augmenté

d’un facteur de tous les mots-clés ou des mots-clés choisis par intuition améliore la

précision de 15.4% et 13.5% pour les semaines 1 et 2 respectivement. Les résultats pour le

Québec sont plutôt modestes avec un seul cas digne de mention, celui de la prévision du

mois courant avec le modèle Elastic-Net avec deux semaines de GT en main.

Les GT n’apportent virtuellement aucune amélioration dans le cas du taux d’emploi

chez les jeunes de 15-24 ans au Canada et au Québec, comme indiqué dans le tableau (5), à

l’exception de l’horizon d’un mois pour le Québec où il y a un léger gain de performance

par rapport au modèle AR(p) de 4%.

6.3 Nombre total d’emploi

Le tableau (6) montre les résultats pour les prévisions du taux de croissance de

l’emploi total pour le Canada et le Québec. Les améliorations apportées par les Google

Trends sont un peu plus marquées pour le Canada. Au niveau du nowcasting (h = 0), ce

sont les régressions pénalisées LASSO et Elastic-Net utilisant la totalité des GT qui

sortent les gagnantes. Dans le cas canadien, la plus grande amélioration se produit

lorsque les GT disponibles après deux semaines du mois sont utilisés. On remarque

aussi la performance de Elastic-Net pour la semaine 4, mais en utilisant les GT
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sélectionnés selon l’intuition qui améliore la précision prédictive de 8% comparés au

modèle de référence. Pour le Québec, les tendances au niveau des modèles sont

semblables, mais les écarts sont très petits.

Au niveau de la prévision un mois en avance, dans le cas canadien on remarque deux

choses. Premièrement, les meilleurs modèles sont les différentes spécifications de

MIDAS-AR, augmentées par 3 ou 2 facteurs GT dépendant des semaines. Ceci indique

que la réduction de dimension par un petit nombre de facteurs communs est une bonne

représentation des données GT. Deuxièmement, les résultats suggèrent clairement que

l’information des GT au début du mois est la plus importante puisqu’une fois que EPA

rend disponible la donnée de l’emploi du mois précédent, le modèle autorégressif est

imbattable. De plus, les prévisions entre ces modèles et le modèle de référence sont

maintenant significativement différentes. Dans le cas du Québec, LASSO est encore la

meilleure spécification, mais les écarts avec le modèle AR sont presque invisibles.

Pour ce qui est de la prévision de l’emploi chez les jeunes, on retrouve les résultats au

tableau (7). L’ajout des Google Trends n’améliore pas la plupart du temps les prévisions

dans les cas du Québec et du Canada. Lorsque les modèles battent celui de référence,

l’amélioration n’est que très faible. De plus, les modèles améliorés le sont lors des deux

premières semaines du mois lorsque l’information du mois précédent n’est toujours pas

disponible.

Le tableau (8) montre les résultats pour le taux de croissance d’emploi à temps plein.

Dans le cas du Canada, Elastic-Net et LASSO sur la totalité des GT minimisent les EQM

pour les semaines 1 et 2 pour h = 0, donc lorsque l’EPA n’a pas encore publié les données

pour le mois précédent. L’amélioration à la semaine 2 est près de 8%, et le résultat est

significatif. Dans le cas de la prévision (h = 1), Elastic-Net sur les GT présélectionnés par

l’intuition produit les prévisions les plus précises à la semaine 2, avec une amélioration

de près de 5%. Quant aux variables québécoises, les GT selon les modèles utilisés ici

n’apportent pas de pouvoir prévisionnel.

Le tableau (9) affiche les comparaisons dans le cas de la prévision du taux de

croissance d’emploi à temps plein des 15 - 24 ans. Au niveau du nowcasting, la

performance du modèle MIDAS avec 1 facteur des GT présélectionnés par intuition et

disponibles après 2 semaines est significative, et l’amélioration est de plus de 5%.

Le tableau (10) présente les résultats pour l’emploi total à temps partiel. Dans le cas

du Canada, le modèle Elastic-Net avec la présélection de mots-clés par intuition semble
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profiter du fait que les données de l’EPA ne soient toujours pas disponibles puisqu’ils

affichent de meilleures performances que le modèle autorégressif au courant des deux

premières semaines du mois. Cela est vrai autant pour le nowcast que pour la prévision

d’un mois en avance. Dans le cas du Québec, notons la performance du modèle LASSO

dans la prévision du mois courant avec deux semaines de GT. Enfin, le tableau (11) montre

les résultats de la tranche d’âge des 15-24 ans. Dans ce cas-ci, les résultats ne suggèrent

pas de pouvoir prévisionnel apporté par les GT.

6.4 Heures totales travaillées

Le tableau (12) montre les résultats pour les prévisions du taux de croissance des

heures totales travaillées pour le Canada et le Québec. Les méthodes de régularisation

sont encore une fois à l’honneur offrant la plupart du temps les meilleurs résultats. Pour

les deux régions, les deux premières semaines, soit les moments où la valeur des heures

du mois précédent n’a pas encore été publiée, offrent une meilleure performance dans le

cas du nowcast. Ce qui montre l’utilité des données de Google à haute fréquence pour ce

genre de prévision. Notons les performances du modèle LASSO pour la première

semaine des heures canadiennes qui offre une amélioration de 14.4%. Dans le cas de la

prévision un mois en avance, les GT sont utiles seulement pour les heures travaillées au

Québec avec les améliorations de 4.5% et 6.7% aux semaines 1 et 2 respectivement.
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TABLE 2 – Ratio des EQM : taux de chômage

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
UNEMP CAN MIDAS-AR(1), K=1 1.0067 1.0008 1.0039 1.0104 1.0322 1.0281 0.9744 0.9791

MIDAS-AR(1), K=2 1.0293 1.0413∗∗ 1.0306∗ 1.017 1.1109∗∗ 1.0937∗∗ 1.048 1.0209
MIDAS-AR(1), K=3 1.0329 1.0296∗ 1.0516∗∗ 1.0296∗ 1.121∗∗ 1.0862∗ 0.989 1.0286
MIDAS-AR(1), K=BIC 1.0397 1.0008 1.0039 1.0104 1.0774 1.0507 1.0001 0.9791
MIDAS-AR(1) filter, K=1 1.0203 1.0272∗ 1.0382∗ 1.0347∗ 1.058 1.082∗ 0.976 0.9959
MIDAS-AR(1) filter, K=2 1.0376∗ 1.046∗∗∗ 1.0511∗ 1.0651∗∗∗ 1.1106∗∗ 1.052 0.9698 0.9783
MIDAS-AR(1) filter, K=3 0.9869 0.9539 0.9262∗∗ 0.9598 1.0632 1.1257 0.9967 1.0045
MIDAS-AR(1) filter, K=BIC 1.0042 0.9539 0.9262∗∗ 0.9597 1.0476 1.1446∗ 0.9659 0.9904
U-MIDAS-AR, K=1 1.0123∗ 1.0073∗ 1.0108∗ 1.007 1.0277 1.0274 0.9779 0.9769
U-MIDAS-AR, K=2 1.0175∗ 1.0322∗∗ 1.0274∗∗ 1.0314∗∗ 1.0337 1.0318 0.9866 0.9743
U-MIDAS-AR, K=3 1.019∗ 1.0347∗∗ 1.0466∗∗∗ 1.0369∗∗ 1.0389 1.0322 0.9908 0.9764
U-MIDAS-AR, K=BIC 1.0123∗ 1.0073∗ 1.0108∗ 1.007 1.0277 1.0274 0.9779 0.9769
U-MIDAS-AR filter, K=1 1.0153∗∗ 1.0108∗ 1.0227∗∗ 1.0093 1.0233 1.0281 0.9692 0.9685
U-MIDAS-AR filter, K=2 1.0262∗∗ 1.039∗∗∗ 1.032∗∗ 1.0349∗∗∗ 1.0266 1.0211 0.9875 0.9742
U-MIDAS-AR filter, K=3 0.947 0.9717 0.977 1.0576∗∗ 1.0215 1.0147 0.9756 1.0367
U-MIDAS-AR filter, K=BIC 1.1228∗∗∗ 1.218∗∗∗ 1.0409 1.078 1.1016 1.0531 0.9895 1.0395
LASSO-AR 0.9791 0.9967 0.9671 0.9499 1.0812 1.0429 1.0038 0.9804
ELASTIC-NET-AR 0.9969 1.0431 0.9382 0.9706 1.0767 1.0808 1.0092 0.991

INTUITION
MIDAS-AR(1), K=1 1.005 1.006 1.0009 0.997 1.0317 1.0384 0.978 0.9741
MIDAS-AR(1), K=2 1.0988∗ 1.1171 1.1003 1.0765 1.0956 1.0984 1.0811 1.0428
MIDAS-AR(1), K=3 1.0812 1.0868 0.9963 1.0044 1.1326 1.0611 1.0478 1.0192
MIDAS-AR(1), K=BIC 1.0812 1.0868 0.9963 1.0044 1.1326 1.0611 1.0478 1.0192
U-MIDAS-AR, K=1 1.0102∗∗ 1.0079 1.0017 0.9973 1.0317 1.0321 0.9831 0.9709
U-MIDAS-AR, K=2 1.0988 1.1171 1.1003 1.0765 1.0956 1.0984 1.0811 1.0428
U-MIDAS-AR, K=3 1.0812∗∗∗ 1.0868∗∗∗ 0.9963 1.0044 1.1326 1.0611 1.0478 1.0192
U-MIDAS-AR, K=BIC 0.9562 0.9946 1.0227∗∗ 1.0333∗ 1.0233 1.0281 0.9692 0.9685
LASSO-AR 0.9924 1.0209 0.9624 1.0028 1.2415∗ 1.1704∗ 1.0712 1.0726
ELASTIC-NET-AR 1.0136 1.0184 0.9658 1.0795 1.2144∗ 1.2323∗ 1.1138 1.0483

UNEMP QC MIDAS-AR(1), K=1 0.9995 1.0099 1.0064 0.9908 0.9543 0.9603 1.072 1.0767
MIDAS-AR(1), K=2 0.9954 1.0317∗ 0.9847 1.0022 0.9988 0.9898 1.0843∗ 1.0906
MIDAS-AR(1), K=3 1.0136 1.0565∗ 1.0213 1.0053 1.001 0.9948 1.1171∗ 1.1396∗∗

MIDAS-AR(1), K=BIC 0.9995 1.0099 1.0064 0.9908 0.9543 0.9603 1.072 1.0767
MIDAS-AR(1) filter, K=1 1.0016 1.0196 1.0461∗ 0.9659 0.9791 0.9762 1.0708 1.0899∗

MIDAS-AR(1) filter, K=2 0.9822 1.0177 1.0764∗∗ 1.031 1.0097 0.9767 1.0777 1.1463∗∗

MIDAS-AR(1) filter, K=3 1.0173 1.0145 1.0889∗∗ 1.035 0.9933 1.0435 1.1173∗ 1.1678∗∗

MIDAS-AR(1) filter, K=BIC 1.0016 1.0196 1.0461∗ 0.9659 0.9791 0.9762 1.0708 1.0899∗

U-MIDAS-AR, K=1 1.0217∗ 1.0406∗∗∗ 1.0335∗ 1.0616 0.9566 0.9612 1.0805 1.1287∗∗

U-MIDAS-AR, K=2 1.0025 1.0569∗∗∗ 1.033 1.03 0.9464 0.9705 1.0825 1.1095∗

U-MIDAS-AR, K=3 1.0008 1.03∗∗ 1.0091 1.0325 0.9491 0.9647 1.0964 1.115∗

U-MIDAS-AR, K=BIC 1.0217∗ 1.0406∗∗∗ 1.0335∗ 1.0616 0.9566 0.9612 1.0805 1.1287∗∗

U-MIDAS-AR filter, K=1 1.0056 1.0398∗∗∗ 1.0756∗∗ 1.0769∗∗ 0.9813 0.966 1.0769 1.136∗∗

U-MIDAS-AR filter, K=2 0.9944 1.0804∗∗ 1.108∗∗∗ 1.0633 0.9655 0.9738 1.0848 1.0998∗

U-MIDAS-AR filter, K=3 0.9956 1.0316∗ 1.126∗∗∗ 1.0106 0.9563 0.9664 1.0893 1.1008∗

U-MIDAS-AR filter, K=BIC 0.998 1.0641∗∗∗ 1.1114∗∗∗ 0.9873 0.9816 0.9398 1.0847∗ 1.1041∗∗

LASSO-AR 0.9843 0.9952 1.1271 1.0737 0.9188 0.9324 0.9599 1.0867
ELASTIC-NET-AR 1.0104 1.0059 1.0999 1.0742 0.9388 0.9366 0.9548 1.0528

INTUITION
MIDAS-AR(1), K=1 0.9882 1.0178 1.0842∗∗ 0.9768 0.9928 0.9712 1.0592 1.0904∗

MIDAS-AR(1), K=2 1.0254 1.0391 1.1211∗∗∗ 1.0123 1.0043 0.967 1.056 1.1232∗

MIDAS-AR(1), K=3 1.0461 1.0339 1.0968∗∗∗ 1.0388 0.9846 0.9884 1.0962 1.1211∗

MIDAS-AR(1), K=BIC 0.9882 1.0178 1.0842∗∗ 0.9768 0.9928 0.9712 1.0592 1.0904∗

U-MIDAS-AR, K=1 0.998 1.0641∗∗∗ 1.1114∗∗∗ 0.9873 0.9816 0.9398 1.085∗ 1.1041∗∗

U-MIDAS-AR, K=2 1.0254 1.0391∗∗ 1.1211∗∗∗ 1.0123 1.0043 0.967 1.056 1.1232∗

U-MIDAS-AR, K=3 1.0461 1.0339∗∗∗ 1.0968∗∗∗ 1.0388 0.9846 0.9884 1.0962 1.1211∗

U-MIDAS-AR, K=BIC 0.9942 1.0388∗∗∗ 1.0756∗∗ 1.0367 0.9813 0.966 1.0769 1.136∗∗

LASSO-AR 1.0233 1.0786 1.104 1.1155 0.9642 0.9625 1.0293 1.0254
ELASTIC-NET-AR 1.0285 1.0218 1.1005 1.1414 0.9631 0.9739 1.0263 1.0268

Note : Les nombres représentent les EQM relatifs entre les différents modèles présentés précédemment et le modèle de référence
AR(p). Le meilleur modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test
Diebold-Mariano. Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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TABLE 3 – Ratio des EQM : taux de chômage pour les 15-24 ans

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
UNEMP CAN, 15-24 MIDAS-AR(1), K=1 1.0283∗∗∗ 1.0263∗∗∗ 1.0276∗∗ 1.0182∗ 0.9822 0.9809 1.228∗∗∗ 1.2296∗∗∗

MIDAS-AR(1), K=2 1.0138 1.028 1.0135 1.0068 1 1.0079 1.2281∗∗∗ 1.254∗∗∗

MIDAS-AR(1), K=3 1.0745∗∗∗ 1.0317∗ 1.0173 1.0079 1.0013 0.9974 1.2697∗∗∗ 1.2971∗∗∗

MIDAS-AR(1), K=BIC 1.0283∗∗∗ 1.0263∗∗∗ 1.0276∗∗ 1.0182∗ 0.9822 0.9809 1.228∗∗∗ 1.2296∗∗∗

MIDAS-AR(1) filter, K=1 1.0476∗∗∗ 1.0372∗∗∗ 1.0324∗ 1.037∗ 1.0073 1.0029 1.2508∗∗∗ 1.2531∗∗∗

MIDAS-AR(1) filter, K=2 1.0132 1.0398∗ 1.0487∗∗ 1.0261 1.033 0.994 1.2609∗∗∗ 1.2503∗∗∗

MIDAS-AR(1) filter, K=3 1.0139 1.0155 0.9695 0.9575∗ 1.0386 1.0432 1.2706∗∗∗ 1.2718∗∗∗

MIDAS-AR(1) filter, K=BIC 1.042 1.0209 0.9705 0.9771 1.0073 1.0657∗ 1.2825∗∗∗ 1.2531∗∗∗

U-MIDAS-AR, K=1 1.0209∗∗∗ 1.0171∗∗∗ 1.02∗∗ 1.0164∗ 0.982 0.98 1.2279∗∗∗ 1.2277∗∗∗

U-MIDAS-AR, K=2 1.0071 1.019 1.0424∗∗ 1.0113 0.9819 0.9804 1.2213∗∗∗ 1.228∗∗∗

U-MIDAS-AR, K=3 1.0135∗ 1.0223 1.0527∗∗∗ 1.0306 0.9886 0.9872 1.2414∗∗∗ 1.2447∗∗∗

U-MIDAS-AR, K=BIC 1.0209∗∗∗ 1.0171∗∗∗ 1.02∗∗ 1.0164∗ 0.982 0.98 1.2279∗∗∗ 1.2277∗∗∗

U-MIDAS-AR filter, K=1 1.0187∗∗∗ 1.0253∗∗ 1.0193∗∗ 1.0254∗∗ 0.9802 0.9803 1.2189∗∗∗ 1.2233∗∗∗

U-MIDAS-AR filter, K=2 1.0088 1.0325∗∗ 1.0563∗∗ 1.0406∗∗ 0.9807 0.9841 1.2199∗∗∗ 1.2369∗∗∗

U-MIDAS-AR filter, K=3 0.9897 1.0347∗ 1.0009 1.019 0.968 0.9786 1.2266∗∗∗ 1.24∗∗∗

U-MIDAS-AR filter, K=BIC 1.0436∗ 1.0837∗∗ 1.1066 1.1242∗ 0.9813 1.0404 1.2234∗∗ 1.26∗∗∗

LASSO-AR 0.9763 0.9434∗ 1.159∗∗∗ 1.1795∗∗∗ 1.0131 0.9543∗ 1.2179∗∗∗ 1.1764∗∗

ELASTIC-NET-AR 0.9588 0.9243∗∗ 1.1662∗∗∗ 1.1229∗∗ 0.9484∗ 0.9578 1.1371∗∗ 1.147∗∗∗

INTUITION
MIDAS-AR(1), K=1 1.0158∗∗ 1.0121 1.0052 1.0049 0.989 0.9727 1.2165∗∗∗ 1.2197∗∗∗

MIDAS-AR(1), K=2 1.0536∗∗∗ 1.0568∗∗ 0.9916 0.993 1.0037 0.9876 1.2598∗∗∗ 1.2682∗∗∗

MIDAS-AR(1), K=3 1.0453 1.076∗∗ 0.957∗ 0.9559 1.0356 0.9992 1.2727∗∗∗ 1.2682∗∗∗

MIDAS-AR(1), K=BIC 1.0453 1.076∗∗ 0.957∗ 0.9559 1.0609 1.0505 1.2825∗∗∗ 1.2905∗∗∗

U-MIDAS-AR, K=1 1.0127∗∗∗ 1.0111∗∗∗ 1.0067 1.0064 0.9813 1.0404 1.2416∗∗∗ 1.2209∗∗∗

U-MIDAS-AR, K=2 1.0536∗∗ 1.0568∗ 0.9916 0.993∗∗ 1.0037 0.9876 1.2598∗∗∗ 1.2682∗∗∗

U-MIDAS-AR, K=3 1.0453 1.076∗∗ 0.957 0.9559∗ 1.0356 0.9992 1.2727∗∗ 1.2682∗∗

U-MIDAS-AR, K=BIC 1.0089 1.0838∗∗ 1.0573∗ 1.0254∗∗ 0.9802 0.9803 1.2189∗∗∗ 1.2233∗∗∗

LASSO-AR 0.9576 0.9609 1.1757∗∗∗ 1.1446∗∗ 0.9674 0.9577∗ 1.1575∗∗∗ 1.1943∗∗∗

ELASTIC-NET-AR 0.9566∗ 0.9571∗ 1.1533∗∗ 1.1484∗∗ 0.9569∗ 0.9622 1.1579∗∗∗ 1.1872∗∗∗

UNEMP QC, 15-24 MIDAS-AR(1), K=1 1.0507∗∗∗ 1.0514∗∗∗ 1.0302∗ 1.0338∗∗ 1.0155 1.0103 1.2356∗∗ 1.2454∗∗

MIDAS-AR(1), K=2 1.0471∗∗∗ 1.0401∗∗ 1.0364∗ 1.0386∗∗ 1.0175 1.0161 1.2292∗∗ 1.2581∗∗

MIDAS-AR(1), K=3 1.0689∗∗∗ 1.1087∗∗∗ 1.0306 1.017 1.051∗∗ 0.9985 1.2783∗∗ 1.283∗∗

MIDAS-AR(1), K=BIC 1.0507∗∗∗ 1.0514∗∗∗ 1.0302∗ 1.0338∗∗ 1.0155 1.0103 1.2356∗∗ 1.2454∗∗

MIDAS-AR(1) filter, K=1 1.0446∗∗∗ 1.0399∗∗ 1.0357∗∗ 1.0176 1.0134 1.0073 1.2581∗∗ 1.2664∗∗

MIDAS-AR(1) filter, K=2 1.052∗∗∗ 1.0438∗∗ 1.051∗∗∗ 1.0204 1.0385 1.0278 1.2461∗∗ 1.28∗∗

MIDAS-AR(1) filter, K=3 1.0466∗∗ 1.0534∗∗ 1.0473∗∗ 1.0032 1.0501∗∗ 1.0335 1.2693∗∗ 1.3111∗∗∗

MIDAS-AR(1) filter, K=BIC 1.0446∗∗∗ 1.0399∗∗ 1.0357∗∗ 1.0176 1.0134 1.0073 1.2581∗∗ 1.2664∗∗

U-MIDAS-AR, K=1 1.0306∗∗∗ 1.0274∗∗∗ 1.024∗∗ 1.0255∗∗∗ 1.0065 1.0055 1.2092∗∗ 1.2171∗∗

U-MIDAS-AR, K=2 1.035∗∗∗ 1.0265∗ 1.0293∗∗∗ 1.03 1.014 1.011 1.2075∗∗ 1.229∗∗

U-MIDAS-AR, K=3 1.0356∗∗∗ 1.0402∗∗∗ 1.02 1.0179 1.0277∗ 1.0107 1.2441∗∗ 1.2647∗∗

U-MIDAS-AR, K=BIC 1.0306∗∗∗ 1.0274∗∗∗ 1.024∗∗ 1.0255∗∗∗ 1.0065 1.0055 1.2092∗∗ 1.2171∗∗

U-MIDAS-AR filter, K=1 1.0284∗∗∗ 1.0308∗∗∗ 1.0214∗∗ 1.0217∗ 1.0169 0.9986 1.1444 1.2747∗∗

U-MIDAS-AR filter, K=2 1.0229∗∗ 1.0364∗ 1.0224∗ 1.0144 1.0279 1.0118 1.1946∗ 1.2679∗∗

U-MIDAS-AR filter, K=3 1.0126 1.0409∗ 1.0201∗ 0.961 1.0345∗ 1.0113 1.2365∗∗ 1.3269∗∗∗

U-MIDAS-AR filter, K=BIC 1.0478 1.0136 1.0275∗∗ 1.0162∗ 1.0414∗ 1.0053 1.2097∗∗ 1.2368∗∗

LASSO-AR 1.0149 1.0595∗ 1.218∗ 1.1932∗ 1.0108 1.0217 1.2918∗∗ 1.2097∗

ELASTIC-NET-AR 1.0243 1.0531 1.1618 1.2685∗∗ 1.0151 1.015 1.2179∗ 1.2175∗

INTUITION
MIDAS-AR(1), K=1 1.0238 1.0242 1.0419∗∗ 1.0426∗∗ 1.0605∗∗∗ 1.0393 1.2318∗∗ 1.2393∗∗

MIDAS-AR(1), K=2 1.0347 1.0746∗∗ 1.0847∗∗ 1.0448∗∗ 1.0739∗∗ 1.0239 1.2268∗ 1.2105∗

MIDAS-AR(1), K=3 1.0266 1.0799∗∗ 1.0582∗ 1.0581∗∗ 1.0821∗∗ 1.0017 1.2377∗∗ 1.2453∗

MIDAS-AR(1), K=BIC 1.0238 1.0242 1.0419∗∗ 1.0426∗∗ 1.0605∗∗∗ 1.0393 1.2318∗∗ 1.2393∗∗

U-MIDAS-AR, K=1 1.0478 1.0136 1.0275∗∗ 1.0162∗ 1.0414∗ 1.0053 1.2097∗∗ 1.2368∗∗

U-MIDAS-AR, K=2 1.0347 1.0746∗∗∗ 1.0847∗∗∗ 1.0448∗∗∗ 1.0739 1.0239 1.2268∗ 1.2105∗

U-MIDAS-AR, K=3 1.0266 1.0799∗∗∗ 1.0582∗∗∗ 1.0581∗∗∗ 1.0821 1.0017 1.2377∗ 1.2453∗

U-MIDAS-AR, K=BIC 1.0284∗∗∗ 1.0308∗∗∗ 1.0214∗∗ 1.0224∗ 1.0169 0.9986 1.1444 1.2747∗∗

LASSO-AR 1.0163 1.0067 1.1662 1.1876∗ 1.0273 1.08∗ 1.2131∗ 1.2053∗

ELASTIC-NET-AR 0.9965 1.0399 1.2549∗∗ 1.2023∗ 1.0335 1.1224∗ 1.2058∗ 1.2543∗

Note : Les nombres représentent les EQM relatifs entre les différents modèles présentés précédemment et le modèle de référence
AR(p). Le meilleur modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test
Diebold-Mariano. Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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TABLE 4 – Ratio des EQM : taux d’emploi

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
EMP RATE CAN MIDAS-AR(1), K=1 1.0109∗ 1.0095 0.9393∗∗ 0.9405∗∗ 0.8719∗∗∗ 0.869∗∗∗ 1.0563 1.0524

MIDAS-AR(1), K=2 1.0165 1.017 0.9325∗∗ 0.9354∗∗ 0.8882∗∗ 0.8779∗∗ 1.0773∗ 1.0624∗

MIDAS-AR(1), K=3 1.0174 1.0137 0.9452∗ 0.9428∗ 0.8712∗∗∗ 0.8769∗∗ 1.0803∗ 1.078∗∗

MIDAS-AR(1), K=BIC 1.0109∗ 1.0095 0.9393∗∗ 0.9405∗∗ 0.8719∗∗∗ 0.869∗∗∗ 1.0563 1.0524
MIDAS-AR(1) filter, K=1 1.0072 1.0136 0.9629 0.9639 0.8699∗∗∗ 0.8858∗∗∗ 1.0629 1.0556
MIDAS-AR(1) filter, K=2 1.0513∗∗∗ 1.0226 0.9622 0.9655 0.8635∗∗∗ 0.8717∗∗∗ 1.0724 1.0738∗

MIDAS-AR(1) filter, K=3 0.9734 0.9646 0.9017∗∗∗ 0.8977∗∗∗ 0.9364 0.9607 1.1123∗∗ 1.0882∗∗

MIDAS-AR(1) filter, K=BIC 1.0072 1.0153 0.9451∗ 0.9437∗ 0.9237 0.9738 1.0998∗∗ 1.1059∗∗

U-MIDAS-AR, K=1 1.0153∗∗∗ 1.014∗∗ 1.0245∗∗∗ 1.0219∗∗∗ 0.8772∗∗ 0.868∗∗ 1.0558 1.0489
U-MIDAS-AR, K=2 1.0219∗∗ 1.0181∗∗ 1.0245∗∗∗ 1.0351∗∗∗ 0.8994∗ 0.8778∗∗ 1.0617∗ 1.0544∗

U-MIDAS-AR, K=3 1.0174∗ 1.0157∗ 1.0193 1.0282∗ 0.8744∗∗ 0.8764∗∗ 1.0636∗ 1.0572
U-MIDAS-AR, K=BIC 1.0153∗∗∗ 1.014∗∗ 1.0245∗∗∗ 1.0219∗∗∗ 0.8772∗∗ 0.868∗∗ 1.0558 1.0489
U-MIDAS-AR filter, K=1 1.0115∗∗ 1.0221∗∗ 1.021 1.0385∗∗∗ 0.8462∗∗∗ 0.8756∗∗ 1.0454 1.0469
U-MIDAS-AR filter, K=2 1.0203∗∗ 1.025∗∗∗ 1.0224∗ 1.0383∗∗∗ 0.8521∗∗∗ 0.8748∗∗ 1.0512 1.0616
U-MIDAS-AR filter, K=3 0.9657∗ 0.9785 0.9393∗∗ 0.9867 0.861∗∗ 0.8877∗∗ 1.0765∗ 1.0906∗

U-MIDAS-AR filter, K=BIC 0.9872 1.0179 1.0349 1.0569 1.0946 1.1241∗∗ 1.0798 1.1199∗

LASSO-AR 0.8651∗∗ 0.8655∗∗ 0.8935∗∗ 0.8881∗∗ 0.9529 1.0053 0.9945 0.9926
ELASTIC-NET-AR 0.8795∗∗ 0.8609∗∗ 0.8829∗∗∗ 0.8789∗∗ 0.9558 0.9867 0.9977 1.0593

INTUITION
MIDAS-AR(1), K=1 1.0042 1.0011 0.9239∗∗ 0.925∗∗ 0.868∗∗∗ 0.8661∗∗∗ 1.0575 1.0469
MIDAS-AR(1), K=2 0.9861 1.0113 1.023 1.0414 0.9867 1.0273 1.0476 1.0431
MIDAS-AR(1), K=3 1.0554 1.0364 1.0933 1.1211∗ 1.1457 1.1824∗ 1.1115 1.0773
MIDAS-AR(1), K=BIC 1.0554 1.0364 1.0933 1.1211∗ 1.1457 1.1824∗ 1.1115 1.0773
U-MIDAS-AR, K=1 1.0096∗∗ 1.003 1.0062 1.0085∗ 0.8833∗∗ 0.8654∗∗ 1.0546 1.0591
U-MIDAS-AR, K=2 0.9861 1.0113 1.023 1.0414 0.9867 1.0273 1.0476∗∗ 1.0431∗

U-MIDAS-AR, K=3 1.0554 1.0364 1.0933 1.1211 1.1457 1.1824∗∗ 1.1115 1.0773
U-MIDAS-AR, K=BIC 1.0115∗∗ 1.0221∗∗ 0.9902 1.0385∗∗∗ 0.8462∗∗∗ 0.8756∗∗ 1.0454 1.0469
LASSO-AR 0.8833∗∗ 0.8777∗∗ 0.9366 0.8828∗ 0.9355 0.9889 0.9728 1.0029
ELASTIC-NET-AR 0.872∗∗ 0.8768∗∗ 0.9128∗ 0.8865∗ 0.9356 0.9488 0.991 0.9926

EMP RATE QC MIDAS-AR(1), K=1 0.9873 1.0113 1.0078 1.0171 1.0078 1.0068 1.0092 1.0166
MIDAS-AR(1), K=2 0.9955 1.0122 1.0085 1.015 1.0508∗ 1.0301 1.005 1.0575∗

MIDAS-AR(1), K=3 1.0034 1.0077 0.9816 1.0307 1.0863∗∗ 1.1328∗∗ 1.0393 1.0594∗∗

MIDAS-AR(1), K=BIC 0.9873 1.0656∗ 1.0078 1.0171 1.0078 1.0189 1.0092 1.0166
MIDAS-AR(1) filter, K=1 0.9824 1.0036 1.0024 0.9996 1.0144 1.045∗∗ 1.0189 1.0127
MIDAS-AR(1) filter, K=2 0.9983 0.9852 0.9953 0.9963 1.0593 1.0986∗∗ 1.027 1.0785∗∗

MIDAS-AR(1) filter, K=3 1.0403 0.9866 1.0035 1.0518∗ 1.1329∗ 1.1611∗∗ 1.0105 1.1034∗∗∗

MIDAS-AR(1) filter, K=BIC 0.9824 1.0036 1.0024 0.9996 1.1162∗ 1.0947∗∗ 1.0189 1.0127
U-MIDAS-AR, K=1 0.9991 1.0225∗ 1.0217 1.0161 0.9985 1.0189 1.0102 1.0264∗

U-MIDAS-AR, K=2 0.9959 1.0221∗ 1.0331∗∗ 1.0293∗∗ 1.0191 1.0324 1.0202 1.0318∗∗

U-MIDAS-AR, K=3 0.9903 0.9821 1.0157 1.0213∗∗ 1.0165 1.0531∗∗ 1.0264∗ 1.0313∗

U-MIDAS-AR, K=BIC 0.9991 1.0225∗ 1.0217 1.0161 0.9985 1.0189 1.0102 1.0264∗

U-MIDAS-AR filter, K=1 0.994 1.0258∗∗ 1.0305∗∗ 1.0241∗∗ 1.0144 1.0978∗∗∗ 1.0191 1.0174
U-MIDAS-AR filter, K=2 0.9948 1.0335∗∗ 1.0371∗∗∗ 1.0332∗∗ 1.0201 1.0589∗∗ 1.0118 1.0289∗

U-MIDAS-AR filter, K=3 1.0027 1.0012 1.042∗∗ 1.0346∗ 1.0363 1.0547∗∗ 1.0173 1.0258∗

U-MIDAS-AR filter, K=BIC 1.0801∗ 1.0363 1.0361∗∗ 0.9923 1.021 1.0452 1.022 1.0577∗∗

LASSO-AR 1.0686∗∗ 0.9671 1.0472∗ 1.0625∗ 0.9987 0.9987 1.0007 1.0007
ELASTIC-NET-AR 0.9922 0.961∗∗∗ 0.9968 1.0343 0.9987 0.9987 1.0007 1.0007

INTUITION
MIDAS-AR(1), K=1 1.0041 0.9879 1.0113 0.9857 1.0131 1.0386∗ 1.0491∗∗ 1.0526∗∗

MIDAS-AR(1), K=2 1.088∗∗ 1.0392 1.0774∗ 1.0533∗ 1.0129 1.007 1.0377 1.0864∗∗

MIDAS-AR(1), K=3 1.0869∗∗ 1.0643 1.0499 1.0534∗ 1.0558 1.0808∗∗ 1.1106∗∗ 1.154∗∗

MIDAS-AR(1), K=BIC 1.0047 1.0618∗ 1.066∗ 0.9857 1.0131 1.0386∗ 1.052∗∗ 1.0526∗∗

U-MIDAS-AR, K=1 1.0801∗ 1.0363 1.0361∗∗ 0.9923 1.021 1.0452 1.022 1.0577∗∗

U-MIDAS-AR, K=2 1.088∗∗ 1.0392 1.0774∗∗ 1.0533 1.0129 1.007 1.0377 1.0864∗∗

U-MIDAS-AR, K=3 1.0869 1.0643 1.0499∗ 1.0534 1.0558 1.0808 1.1106 1.154∗∗

U-MIDAS-AR, K=BIC 0.994 1.0258∗∗ 1.0305∗∗ 1.0241∗∗ 1.0144 1.0978∗∗∗ 1.0191 1.0174
LASSO-AR 1.0451 1.0546 1.0368 1.0442 0.9978 1.0046 1.0002 1.0008
ELASTIC-NET-AR 1.0621 1.0624 0.9966 0.9982 0.9987 0.9956∗ 1.0085 1.001

Note : Les nombres représentent les EQM relatifs entre les différents modèles présentés précédemment et le modèle de référence
AR(p). Le meilleur modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test
Diebold-Mariano. Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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TABLE 5 – Ratio des EQM : taux d’emploi pour les 15-24 ans

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
EMP RATE CAN, 15-24 MIDAS-AR(1), K=1 1.0086∗ 1.0107∗∗ 1.0057 1.0071 1.014 1.0155 1.0247 1.0218

MIDAS-AR(1), K=2 1.0345∗∗∗ 1.0312∗∗∗ 1.0349∗∗∗ 1.0221∗∗ 1.0174 1.0291 1.0541∗∗ 1.0425∗∗

MIDAS-AR(1), K=3 1.0125 1.032∗ 1.0071 1.0302 0.9994 1.018 1.0206 1.032
MIDAS-AR(1), K=BIC 1.0086∗ 1.0107∗∗ 1.013 1.0069 1.014 1.0155 1.0247 1.0218
MIDAS-AR(1) filter, K=1 1.0122∗ 1.0019 1.0074 1.019∗∗∗ 1.0152 1.0316 1.0442∗∗ 1.037∗∗

MIDAS-AR(1) filter, K=2 1.0247∗∗ 1.0256∗ 1.0487∗∗∗ 1.0541∗∗∗ 1.0071 1.0282 1.0602∗∗ 1.0313
MIDAS-AR(1) filter, K=3 1.0277 1.0447∗ 1.0557∗∗∗ 1.0338∗ 1.0092 1.041 1.0673∗∗ 1.0164
MIDAS-AR(1) filter, K=BIC 1.0122∗ 1.0199 1.025∗∗ 1.0229∗∗ 1.0187 1.0143 1.0228 1.0671∗∗

U-MIDAS-AR, K=1 1.0078∗∗ 1.0088∗∗∗ 1.008∗∗ 1.0061 1.017 1.0159 1.0311∗∗ 1.026∗

U-MIDAS-AR, K=2 1.023∗∗ 1.011 1.0164∗∗ 1.0074∗ 1.0285 1.041 1.0424∗∗∗ 1.0427∗∗∗

U-MIDAS-AR, K=3 1.0184∗ 1.0125 1.016 0.9954 1.0227 1.0453 1.0373∗∗ 1.0501∗∗∗

U-MIDAS-AR, K=BIC 1.0078∗∗ 1.0088∗∗∗ 1.008∗∗ 1.0061 1.017 1.0159 1.0311∗∗ 1.026∗

U-MIDAS-AR filter, K=1 1.0057∗∗∗ 1.0079 1.0117∗∗∗ 1.0119∗∗∗ 1.0222 1.0189 1.0301∗∗ 1.0288∗

U-MIDAS-AR filter, K=2 1.0169 1.0136∗ 1.0291∗∗ 1.0145∗∗ 1.0213 1.0379 1.034∗∗ 1.0391∗∗

U-MIDAS-AR filter, K=3 1.0185 1.0358∗ 1.0201∗ 0.9973 1.0195 1.0366 1.0412∗∗∗ 1.0051
U-MIDAS-AR filter, K=BIC 1.0144 1.0709∗ 1.0863∗∗ 1.0191 1.0762 1.1223∗ 1.1161∗∗ 1.0368∗

LASSO-AR 1.0147 1.017 1.063∗∗ 1.028∗ 1.0081 1.0021 1.0193∗ 1.0218
ELASTIC-NET-AR 0.9983 1.0135 1.0253∗ 1.0262 1.006 1.0024 1.0244 1.0241∗

INTUITION
MIDAS-AR(1), K=1 1.0046 1.0084 1.0015 1.0036 1.016 1.0099 1.0184 1.0198
MIDAS-AR(1), K=2 1.0243 1.0397∗ 1.0141 1.0145 1.0236 1.0218 1.0489∗ 1.0401∗

MIDAS-AR(1), K=3 1.0723 1.1107∗∗ 1.062 1.0335 1.0935 1.0872 1.1795∗∗∗ 1.1107∗∗

MIDAS-AR(1), K=BIC 1.0723 1.1107∗∗ 1.062 1.0335 1.0935 1.0872 1.1795∗∗∗ 1.1107∗∗

U-MIDAS-AR, K=1 1.0044 1.0081∗∗ 1.0032 1.002 1.0189 0.9989 1.0246∗ 1.0215
U-MIDAS-AR, K=2 1.0243 1.0397∗∗ 1.0141 1.0145∗∗∗ 1.0236 1.0218 1.0489∗∗∗ 1.0401
U-MIDAS-AR, K=3 1.0723 1.1107∗ 1.062∗∗ 1.0335 1.0935 1.0872 1.1795∗ 1.1107∗∗

U-MIDAS-AR, K=BIC 1.0057∗∗∗ 1.0185∗ 1.0117∗∗∗ 1.0119∗∗∗ 1.0222 1.0189 1.0301∗∗ 1.0288∗

LASSO-AR 1.0088 1.0085 1.0296∗ 1.0249∗ 1.0263 1.0429∗ 1.0475∗∗ 1.045∗∗

ELASTIC-NET-AR 1.0138 1.0087 1.025∗ 1.0332∗∗ 1.0156 1.0115 1.0396∗∗ 1.0387∗∗

EMP RATE QC, 15-24 MIDAS-AR(1), K=1 1.0166 1.0174∗ 1.0148 1.0116 0.9959 0.9976 1.0749 1.0826∗

MIDAS-AR(1), K=2 1.0255 1.0258 1.0093 1.0195 1.0054 1.0134 1.0958∗ 1.0594
MIDAS-AR(1), K=3 1.0431∗∗ 1.0567∗∗ 1.0635∗∗ 1.0634∗∗ 0.9592∗ 0.9887 1.0986∗ 1.0959∗

MIDAS-AR(1), K=BIC 1.0166 1.0174∗ 1.0148 1.0116 0.9959 0.9976 1.0749 1.0826∗

MIDAS-AR(1) filter, K=1 0.9945 1.0089 1.0122 1.0144 0.999 1.012 1.0902∗ 1.0955∗

MIDAS-AR(1) filter, K=2 1.0024 1.0229 1.0154 1.0314∗ 1.0282∗ 1.0382∗∗ 1.0949∗ 1.0785∗

MIDAS-AR(1) filter, K=3 1.0333 1.0369∗∗ 1.0049 1.0415∗∗ 0.9927 1.0434 1.0966∗ 1.1435∗∗

MIDAS-AR(1) filter, K=BIC 0.9945 1.0089 1.0122 1.0144 0.999 1.0253 1.0902∗ 1.0955∗

U-MIDAS-AR, K=1 1.0106∗ 1.0153∗∗ 1.0173∗ 1.0106 0.9919 0.9972 1.0723 1.0755∗

U-MIDAS-AR, K=2 1.0184∗ 1.0227∗∗ 1.0186∗ 1.0137 0.9962 1.0066 1.0887∗ 1.085∗

U-MIDAS-AR, K=3 1.0112 1.0252∗∗∗ 1.0203∗ 1.0144 0.9937 1.0074 1.1032∗ 1.086∗

U-MIDAS-AR, K=BIC 1.0106∗ 1.0153∗∗ 1.0173∗ 1.0106 0.9919 0.9972 1.0723 1.0755∗

U-MIDAS-AR filter, K=1 0.9969 1.0191∗∗∗ 1.0232∗ 1.0123 0.997 1.0055 1.0822∗ 1.0752∗

U-MIDAS-AR filter, K=2 0.9995 1.0305∗∗ 1.0221∗ 1.01 1.0061 1.0244 1.0974∗ 1.0822∗

U-MIDAS-AR filter, K=3 1.0044 1.0218∗ 1.019 0.9909 1.0014 1.0364 1.1031∗ 1.1142∗∗

U-MIDAS-AR filter, K=BIC 1.032 1.0013 1.0074 1.0058 0.9934 1.0002 1.0915∗∗ 1.0961∗

LASSO-AR 1.0008 1.0013 1.0768∗ 1.0764∗ 1.0059 0.9856 1.048 1.0835∗∗

ELASTIC-NET-AR 1.0228∗ 1.0227 1.0492 1.0619 1.0348 0.9995 1.094∗ 1.1127∗∗

INTUITION
MIDAS-AR(1), K=1 1.0489∗∗ 1.0142 1.002 1.0122 0.9863 1.0155 1.0752 1.0921∗

MIDAS-AR(1), K=2 1.068∗∗ 1.0436∗ 1.0204 1.0069 0.994 1.0075 1.0645 1.0979∗∗

MIDAS-AR(1), K=3 1.0877∗∗ 1.0349 1.0476 1.0217 0.9829 0.9824 1.0551 1.1179∗∗

MIDAS-AR(1), K=BIC 1.0502∗∗ 1.0427 1.0307 1.0122 0.9863 1.0021 1.0752 1.0921∗

U-MIDAS-AR, K=1 1.032 1.0013 1.0074 1.0058 0.9934 1.0002 1.0915∗∗ 1.0961∗

U-MIDAS-AR, K=2 1.068∗ 1.0436 1.0204 1.0069 0.994 1.0075 1.0645∗ 1.0979∗∗

U-MIDAS-AR, K=3 1.0877∗ 1.0349 1.0476 1.0217 0.9829 0.9824 1.0551∗ 1.1179∗

U-MIDAS-AR, K=BIC 0.9969 1.0191∗∗∗ 1.0232∗ 1.0123 0.997 1.0055 1.0822∗ 1.0752∗

LASSO-AR 1.0006 0.9963 1.0552 1.0596 0.9996 0.9987 1.0547 1.0544
ELASTIC-NET-AR 1.0057 0.9996 1.0553 1.0574 0.9985 1.0313 1.0547 1.0547

Note : Les nombres représentent les EQM relatifs entre les différents modèles présentés précédemment et le modèle de référence
AR(p). Le meilleur modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test
Diebold-Mariano. Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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TABLE 6 – Ratio des EQM : emploi total

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
EMP CAN MIDAS-AR(1), K=1 1.0191∗∗ 1.0215∗∗ 1.0327∗∗ 1.0298∗∗ 0.9578 0.9548 1.0353 1.0288

MIDAS-AR(1), K=2 1.0475∗∗ 1.0488∗∗ 1.0488∗∗∗ 1.0325∗∗ 0.9746 0.9884 1.056 1.0592
MIDAS-AR(1), K=3 1.0307∗ 1.0428∗∗ 1.0506∗∗ 1.0139 0.9283∗∗ 0.9823 1.0657 1.0664
MIDAS-AR(1), K=BIC 1.0191∗∗ 1.0215∗∗ 1.0327∗∗ 1.0298∗∗ 0.9578 0.9548 1.0353 1.0288
MIDAS-AR(1) filter, K=1 1.0229∗∗ 1.0315∗∗ 1.0433∗∗ 1.0468∗∗ 0.9597 0.9566 1.0319 1.034
MIDAS-AR(1) filter, K=2 1.0525∗∗∗ 1.0413∗ 1.0538∗∗ 1.0538∗∗ 0.9293∗ 0.9398∗ 1.0133 1.0261
MIDAS-AR(1) filter, K=3 1.0087 0.9851 0.9973 0.9948 1.0201 1.0128 1.0764∗ 1.0703
MIDAS-AR(1) filter, K=BIC 1.0229∗∗ 1.0315∗∗ 1.0393∗∗ 1.0431∗∗ 1.0321 0.9963 1.062∗ 1.0645
U-MIDAS-AR, K=1 1.0219∗∗ 1.0228∗∗ 1.0388∗∗ 1.03∗∗ 0.9594 0.9539 1.036 1.0291
U-MIDAS-AR, K=2 1.0347∗∗ 1.0271∗∗ 1.0456∗∗∗ 1.0342∗∗ 0.9773 0.9736 1.0558 1.0509
U-MIDAS-AR, K=3 1.0234∗ 1.0253∗ 1.0347∗∗ 1.0114 0.9692 0.9666 1.0553 1.0477
U-MIDAS-AR, K=BIC 1.0219∗∗ 1.0228∗∗ 1.0388∗∗ 1.03∗∗ 0.9594 0.9539 1.036 1.0291
U-MIDAS-AR filter, K=1 1.0238∗∗ 1.0306∗∗ 1.0455∗∗ 1.0441∗∗∗ 0.9418 0.9529 1.0247 1.0264
U-MIDAS-AR filter, K=2 1.0371∗∗ 1.0269∗ 1.0579∗∗ 1.052∗∗∗ 0.9427 0.9452 1.015 1.0407
U-MIDAS-AR filter, K=3 0.9937 0.9911 1.011 1.0361∗∗ 0.941 0.9536 1.0305 1.0513
U-MIDAS-AR filter, K=BIC 1.0799∗ 1.106∗∗ 1.1653∗∗ 1.1398∗∗∗ 1.2534∗∗ 1.1628∗∗ 1.178∗ 1.1881∗

LASSO-AR 0.9812 0.932 0.9569 0.9681 1.1608 1.0729 1.0388 1.0328
ELASTIC-NET-AR 0.9564 0.9389 0.9847 0.952 1.0632 1.0662 1.0613 1.082

INTUITION
MIDAS-AR(1), K=1 1.0205∗∗ 1.0191∗∗ 1.018∗∗ 1.016∗ 0.9681 0.9597 1.0386 1.033
MIDAS-AR(1), K=2 1.1071∗∗ 1.0999∗ 1.1115∗∗ 1.1204∗∗ 1.0669 1.092 1.1067∗∗ 1.1056∗∗

MIDAS-AR(1), K=3 1.1871∗ 1.1846∗ 1.1655∗ 1.1755∗∗ 1.2524∗ 1.2255∗∗ 1.2459∗∗ 1.2301∗∗

MIDAS-AR(1), K=BIC 1.1871∗ 1.1846∗ 1.1655∗ 1.1755∗∗ 1.2524∗ 1.2255∗∗ 1.2459∗∗ 1.2301∗∗

U-MIDAS-AR, K=1 1.0218∗∗ 1.0149∗∗ 1.0199∗∗ 1.0173∗ 0.9622 0.9522 1.0407 1.0212
U-MIDAS-AR, K=2 1.1071 1.0999∗ 1.1115∗ 1.1204∗∗ 1.0669 1.092∗ 1.1067∗∗ 1.1056
U-MIDAS-AR, K=3 1.1871∗ 1.1846∗∗ 1.1655∗∗ 1.1755∗∗∗ 1.2524∗∗ 1.2255∗∗ 1.2459∗ 1.2301∗

U-MIDAS-AR, K=BIC 1.0238∗∗ 1.0306∗∗ 1.0413∗∗ 1.0441∗∗∗ 0.9418 0.9529 1.0247 1.0264
LASSO-AR 0.9596 1.0338 1.0368 0.9245 1.1122 1.0603 1.0773 1.0464
ELASTIC-NET-AR 1.0359 0.9835 0.9688 0.9206 1.0948 1.0992 1.0736 1.0777

EMP QC MIDAS-AR(1), K=1 1.0184 1.032∗∗ 1.0237 1.0238 1.0362∗ 1.0517∗∗ 1.0561∗∗∗ 1.0487∗∗

MIDAS-AR(1), K=2 1.0222 1.02 1.0185 1.0265 1.0809∗∗ 1.0805∗ 1.0321∗∗ 1.0601∗∗∗

MIDAS-AR(1), K=3 1.0276 1.0361 1.0495∗ 1.065∗∗ 1.1057∗ 1.153∗∗ 1.0402∗ 1.0572∗

MIDAS-AR(1), K=BIC 1.0184 1.032∗∗ 1.0237 1.0238 1.0362∗ 1.0517∗∗ 1.0561∗∗∗ 1.0487∗∗

MIDAS-AR(1) filter, K=1 1.0056 1.0111 1.0312 1.0212 1.0482∗ 1.0697∗∗ 1.0677∗∗ 1.0657∗∗∗

MIDAS-AR(1) filter, K=2 1.0133 1.0339 1.0127 1.0109 1.1186∗∗ 1.1283∗∗ 1.071∗∗ 1.1145∗∗∗

MIDAS-AR(1) filter, K=3 1.062∗ 1.036 1.0506∗∗ 1.0797∗∗ 1.213∗ 1.1985∗∗ 1.0675∗∗ 1.143∗∗∗

MIDAS-AR(1) filter, K=BIC 1.0056 1.0111 1.0362∗ 1.0212 1.1773∗ 1.1296∗∗ 1.0677∗∗ 1.0657∗∗∗

U-MIDAS-AR, K=1 1.0179 1.04∗∗ 1.0416∗ 1.0356∗ 1.024 1.0566∗ 1.0257∗∗ 1.0416∗∗

U-MIDAS-AR, K=2 1.017 1.0374∗ 1.0534∗∗ 1.0446∗∗ 1.0468 1.0513∗∗ 1.0358∗∗ 1.0489∗∗

U-MIDAS-AR, K=3 1.0056 0.999 1.0391∗ 1.0369∗∗ 1.0435 1.051∗∗ 1.044∗∗ 1.0474∗∗

U-MIDAS-AR, K=BIC 1.0179 1.04∗∗ 1.0416∗ 1.0356∗ 1.024 1.0566∗ 1.0257∗∗ 1.0416∗∗

U-MIDAS-AR filter, K=1 1.0106 1.0461∗∗ 1.0516∗∗ 1.0423∗∗ 1.0261 1.0999∗∗∗ 1.0563∗∗ 1.0307∗∗

U-MIDAS-AR filter, K=2 1.0133 1.053∗∗ 1.0563∗∗ 1.0475∗∗ 1.0526∗ 1.0942∗∗ 1.0276∗∗ 1.0452∗∗

U-MIDAS-AR filter, K=3 1.0225 1.0202 1.0716∗∗ 1.0529∗∗ 1.0593∗ 1.0719∗∗ 1.0314∗ 1.0399∗∗

U-MIDAS-AR filter, K=BIC 1.0942∗ 1.1318∗∗ 1.0431∗∗ 1.0082∗∗ 1.0379 1.0496 1.0366∗∗ 1.0673∗∗

LASSO-AR 0.987 1.0215 0.9929 0.9905 0.9979 0.9979 0.9988 0.9989
ELASTIC-NET-AR 0.9927 0.9893 1.0201 0.9861 0.9979 0.9979 0.9988 0.9985

INTUITION
MIDAS-AR(1), K=1 1.0333 1.0306∗ 1.0293 1.0026 1.0386∗∗ 1.0593∗∗ 1.0642∗∗ 1.064∗∗

MIDAS-AR(1), K=2 1.1183∗∗∗ 1.0617∗ 1.102∗∗ 1.0618∗ 1.0261 1.0327 1.0492 1.0862∗∗

MIDAS-AR(1), K=3 1.1294∗∗∗ 1.0752∗ 1.1122∗∗ 1.0714∗∗ 1.0682 1.0643 1.1224∗∗ 1.1574∗∗

MIDAS-AR(1), K=BIC 1.0333 1.0821∗∗ 1.107∗∗ 1.0026 1.0386∗∗ 1.0593∗∗ 1.0855∗∗∗ 1.064∗∗

U-MIDAS-AR, K=1 1.0942∗ 1.1318∗∗ 1.0431∗∗ 1.0082∗∗ 1.0379 1.0496 1.0366∗∗ 1.0673∗∗

U-MIDAS-AR, K=2 1.1183∗∗∗ 1.0617 1.102∗∗ 1.0618∗ 1.0261 1.0327 1.0492 1.0862∗∗

U-MIDAS-AR, K=3 1.1294∗∗ 1.0752 1.1122∗∗ 1.0714∗ 1.0682 1.0643 1.1224∗ 1.1574∗∗

U-MIDAS-AR, K=BIC 1.0106 1.0461∗∗ 1.0516∗∗ 1.0423∗∗ 1.0261 1.0999∗∗∗ 1.0563∗∗ 1.0307∗∗

LASSO-AR 1.0083 1.0261 1.0014 1.0149 0.9985 0.9995 0.9961 1.004
ELASTIC-NET-AR 1.0177 1.0411 1.0316 1.0008 0.9982 1.0028 1.0122 0.9987

Note : Les nombres représentent les EQM relatifs entre les différents alternatives et le modèle de référence AR(p). Le meilleur
modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test Diebold-Mariano.
Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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TABLE 7 – Ratio des EQM : emploi pour les 15-24 ans

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
EMP CAN, 15-24 MIDAS-AR(1), K=1 1.0167 1.0211∗ 1.0182 1.0201 1.0288 1.0354 1.0253∗ 1.0269∗

MIDAS-AR(1), K=2 1.031∗ 1.0425∗∗ 1.0499∗∗ 1.0521∗ 1.0398 1.0371 1.0487∗∗∗ 1.0454∗∗∗

MIDAS-AR(1), K=3 1.0389∗∗ 1.0481∗∗∗ 1.0135 1.0516∗∗ 0.9794 1.0232 1.0243 1.0217
MIDAS-AR(1), K=BIC 1.023∗ 1.0211∗ 1.0183 1.0336∗ 1.0286 1.0354 1.0253∗ 1.0269∗

MIDAS-AR(1) filter, K=1 1.0194 1.0259∗ 1.0132 1.0227 1.0283 1.0285 1.0223 1.0264∗

MIDAS-AR(1) filter, K=2 1.033 1.0429 1.0511 1.0651∗ 1.0275 1.0218 1.0274 1.0323∗

MIDAS-AR(1) filter, K=3 1.0298 1.0571∗∗ 1.0633∗∗ 1.0465∗ 1.016 1.018 1.0568∗ 1.011
MIDAS-AR(1) filter, K=BIC 1.0194 1.0457∗∗ 1.029∗ 1.0294 1.0144 1.0141 1.0309 1.0386∗∗

U-MIDAS-AR, K=1 1.015 1.0174 1.0198 1.0202 1.0289 1.0251 1.0283∗ 1.0253
U-MIDAS-AR, K=2 1.0325∗ 1.0209 1.0295 1.0212 1.0424 1.0525 1.0447∗∗ 1.0426∗∗

U-MIDAS-AR, K=3 1.0238 1.0204 1.0254 1.0024 1.0367 1.055 1.037∗∗ 1.049∗∗

U-MIDAS-AR, K=BIC 1.015 1.0174 1.0198 1.0202 1.0289 1.0251 1.0283∗ 1.0253
U-MIDAS-AR filter, K=1 1.0148 1.017∗ 1.0138 1.0341∗ 1.0326 1.0246 1.0172 1.0208
U-MIDAS-AR filter, K=2 1.0302 1.0241 1.0368 1.0383∗ 1.0356 1.0479 1.0251 1.0334∗

U-MIDAS-AR filter, K=3 1.0315 1.0463∗∗ 1.0301 1.021 1.0342 1.0472 1.0339∗∗ 1.0018
U-MIDAS-AR filter, K=BIC 1.045 1.0751∗ 1.0953∗ 1.0338 1.0854 1.1106 1.0928∗ 1.0398∗∗

LASSO-AR 1.0099 1.0215 1.0333∗∗ 1.0218∗ 1.0065 1.0084 1.0181 1.0187
ELASTIC-NET-AR 1.0192 1.0269 1.0328∗ 1.0185 1.006 1.0069 1.0172 1.0214

INTUITION
MIDAS-AR(1), K=1 1.0242∗ 1.0175∗ 1.0223 1.019 1.0301 1.0339 1.0279∗ 1.0291∗∗

MIDAS-AR(1), K=2 1.0248 1.054∗ 1.0253 1.0352 1.0458 1.0254 1.0532∗ 1.0404
MIDAS-AR(1), K=3 1.1102 1.1311∗∗ 1.0926 1.055 1.1103 1.0797 1.172∗∗ 1.1138∗∗

MIDAS-AR(1), K=BIC 1.1102 1.1311∗∗ 1.0926 1.055 1.1103 1.0797 1.172∗∗ 1.1138∗∗

U-MIDAS-AR, K=1 1.0164 1.0152 1.0167 1.0154 1.0329 1.0077 1.027∗ 1.0231∗

U-MIDAS-AR, K=2 1.0248 1.054∗∗ 1.0253 1.0352∗∗ 1.0458 1.0254 1.0532∗∗ 1.0404
U-MIDAS-AR, K=3 1.1102∗ 1.1311∗ 1.0926∗ 1.055 1.1103 1.0797 1.172∗ 1.1138∗

U-MIDAS-AR, K=BIC 1.0148 1.017∗ 1.0138 1.0341∗ 1.0326 1.0246 1.0172 1.0208
LASSO-AR 1.0111 1.0181 1.0265∗ 1.0331∗ 1.002 1.0009 1.0224∗ 1.0145
ELASTIC-NET-AR 1.0094 1.0192 1.0286∗ 1.0348∗ 1.018 1.0078 1.0377∗∗ 1.0265∗

EMP QC, 15-24 MIDAS-AR(1), K=1 1.0306∗ 1.0274∗ 1.0205 1.022 1.0175 1.0198 1.08∗ 1.0831∗

MIDAS-AR(1), K=2 1.032∗ 1.0308∗ 1.0163 1.019 1.0216 1.0309 1.0956∗ 1.0643
MIDAS-AR(1), K=3 1.0688∗∗∗ 1.0774∗∗ 1.0618∗ 1.0925∗∗ 0.9939 1.0309 1.1279∗∗ 1.0998∗

MIDAS-AR(1), K=BIC 1.0306∗ 1.0274∗ 1.0205 1.022 1.0175 1.0198 1.08∗ 1.0831∗

MIDAS-AR(1) filter, K=1 1.032∗∗ 1.0341∗∗ 1.0237 1.0226 1.014 1.0159 1.0859∗ 1.086∗

MIDAS-AR(1) filter, K=2 1.0415∗∗∗ 1.0285∗ 1.0203 1.0193 1.0316 1.0414 1.1142∗∗ 1.0809∗

MIDAS-AR(1) filter, K=3 1.0683∗∗∗ 1.0389∗ 1.048∗ 1.06∗ 1.0419 1.0703∗ 1.1352∗∗ 1.1481∗∗

MIDAS-AR(1) filter, K=BIC 1.032∗∗ 1.0341∗∗ 1.0237 1.0226 1.0142 1.0306 1.0859∗ 1.086∗

U-MIDAS-AR, K=1 1.0215∗ 1.0236 1.0269 1.0284 1.0104 1.0124 1.0833∗ 1.0846∗

U-MIDAS-AR, K=2 1.0276∗ 1.0294 1.027 1.0322 1.0155 1.0196 1.0973∗ 1.0918∗

U-MIDAS-AR, K=3 1.02 1.0331∗ 1.0284 1.0379 1.0134 1.0208 1.116∗∗ 1.0932∗∗

U-MIDAS-AR, K=BIC 1.0215∗ 1.0236 1.0269 1.0284 1.0104 1.0124 1.0833∗ 1.0846∗

U-MIDAS-AR filter, K=1 1.0227∗ 1.0279 1.0287 1.034 1.0127 1.0156 1.0903∗ 1.0864∗

U-MIDAS-AR filter, K=2 1.0135∗ 1.0362∗ 1.0268 1.0327 1.0231 1.034 1.1037∗ 1.0911∗

U-MIDAS-AR filter, K=3 1.0181∗∗ 1.031 1.0263 1.015 1.0169 1.0486 1.1095∗ 1.1261∗∗

U-MIDAS-AR filter, K=BIC 1.0316 1.023 1.0172 1.0174 1.0102 1.0097 1.0926∗∗ 1.0885∗

LASSO-AR 0.9909 1.012 1.0654∗ 1.0674∗ 1.0304∗ 0.9811 1.0879∗∗ 1.0841∗∗

ELASTIC-NET-AR 1.0102 1.0089 1.0724∗ 1.0613∗ 0.9949 1.0198 1.0584∗ 1.0753∗

INTUITION
MIDAS-AR(1), K=1 1.0332 1.0363 1.0105 1.0247 1.0164 1.0111 1.0893∗ 1.0897∗

MIDAS-AR(1), K=2 1.0493 1.0592∗ 1.0085 1.0504 1.0284 1.0113 1.0753∗ 1.094∗

MIDAS-AR(1), K=3 1.0572∗ 1.0515 1.0731 1.075 1.0178 1.0147 1.0753 1.0951∗

MIDAS-AR(1), K=BIC 1.0357 1.0413 1.0344 1.0247 1.0164 0.9929 1.0893∗ 1.0897∗

U-MIDAS-AR, K=1 1.0316 1.023 1.0172 1.0174 1.0102 1.0097 1.0926∗∗ 1.0885∗

U-MIDAS-AR, K=2 1.0493∗∗ 1.0592∗∗ 1.0085 1.0504 1.0284 1.0113 1.0753∗ 1.094∗

U-MIDAS-AR, K=3 1.0572∗∗ 1.0515∗ 1.0731 1.075 1.0178 1.0147 1.0753 1.0951
U-MIDAS-AR, K=BIC 1.0227∗ 1.0279 1.0287 1.034 1.0127 1.0156 1.0903∗ 1.0864∗

LASSO-AR 0.9976 0.9989 1.0548 1.0532 1.0007 0.9989 1.0714∗ 1.0524
ELASTIC-NET-AR 0.9975 0.997 1.0545 1.0529 0.9975 0.9981 1.053 1.0551

Note : Les nombres représentent les EQM relatifs entre les différents modèles présentés précédemment et le modèle de référence
AR(p). Le meilleur modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test
Diebold-Mariano. Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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TABLE 8 – Ratio des EQM : emploi à temps plein

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
EMP FULL-TIME CAN MIDAS-AR(1), K=1 1.0189∗ 1.0155 1.0355∗ 1.032∗ 1.0192 1.0169 1.0526∗∗∗ 1.0455∗∗∗

MIDAS-AR(1), K=2 1.0396∗∗ 1.0331∗ 1.049∗∗ 1.0571∗ 1.0311 1.0302 1.0629∗∗∗ 1.0481∗∗

MIDAS-AR(1), K=3 1.0178 0.9988 1.0053 1.0281 1.0559∗ 1.0174 1.0562∗ 1.0048
MIDAS-AR(1), K=BIC 1.0189∗ 1.0155 1.0355∗ 1.032∗ 1.0192 1.0169 1.0526∗∗∗ 1.0455∗∗∗

MIDAS-AR(1) filter, K=1 1.0369∗∗ 1.0361∗∗ 1.0625∗∗ 1.0611∗∗ 1.0131 1.0162 1.059∗∗∗ 1.0567∗∗∗

MIDAS-AR(1) filter, K=2 1.0567∗∗ 1.0463∗ 1.0701∗∗ 1.0981∗∗ 1.0128 0.9952 1.0261 1.0678∗∗∗

MIDAS-AR(1) filter, K=3 1.0187 0.9894 0.9679 0.9804 1.0806∗ 1.0402 1.0672∗∗ 1.131∗∗

MIDAS-AR(1) filter, K=BIC 1.0316∗ 1.0094 0.9623 0.9933 1.0454 1.0132 1.039∗∗ 1.1238∗∗

U-MIDAS-AR, K=1 1.0248∗ 1.0189∗ 1.0442∗∗ 1.0367∗ 1.0176 1.0087 1.0525∗∗∗ 1.0486∗∗∗

U-MIDAS-AR, K=2 1.0304∗∗ 1.0177 1.0441∗∗ 1.0426∗∗ 1.0207 1.0143 1.0531∗∗∗ 1.0508∗∗∗

U-MIDAS-AR, K=3 1.0149 1.0083 1.0291 1.0297 1.0148 1.0068 1.062∗∗∗ 1.0163
U-MIDAS-AR, K=BIC 1.0248∗ 1.0189∗ 1.0442∗∗ 1.0367∗ 1.0176 1.0087 1.0525∗∗∗ 1.0486∗∗∗

U-MIDAS-AR filter, K=1 1.0379∗∗ 1.0295∗ 1.0676∗∗ 1.0542∗∗ 1.0112 1.0135 1.0484∗∗∗ 1.0478∗∗∗

U-MIDAS-AR filter, K=2 1.0498∗∗ 1.0315∗ 1.0719∗∗ 1.0761∗∗ 1.0048 0.9973 1.05∗∗∗ 1.0578∗∗∗

U-MIDAS-AR filter, K=3 1.0131 0.9856 0.9989 1.0093 1.0185 0.9968 1.0515∗∗∗ 1.0875∗∗∗

U-MIDAS-AR filter, K=BIC 0.9956 1.0205 1.0532 1.0315 1.0929∗∗ 1.1282∗∗ 1.1646∗∗ 1.0884
LASSO-AR 0.9537∗ 0.9237∗∗ 0.9922 0.9816 0.9965 1.017 1.0171∗ 1.0404
ELASTIC-NET-AR 0.9476∗ 0.9399∗ 1.0271 0.9803 1.0058 1.0029 1.0444 1.0557∗∗

INTUITION
MIDAS-AR(1), K=1 1.0145 1.0179∗ 1.0062 1.0149 1.0171 1.0166 1.0576∗∗∗ 1.0423∗∗∗

MIDAS-AR(1), K=2 0.9824 1.0508 1.0607 1.0937∗ 1.1096∗∗ 1.0964∗ 1.1657∗∗∗ 1.1563∗∗∗

MIDAS-AR(1), K=3 1.0408 1.0384 1.0514 1.0657 1.1295∗∗ 1.113∗ 1.2181∗∗ 1.1708∗∗

MIDAS-AR(1), K=BIC 1.0408 1.0384 1.0514 1.0657 1.1295∗∗ 1.113∗ 1.2181∗∗ 1.1708∗∗

U-MIDAS-AR, K=1 1.0191∗ 1.0176∗ 1.0137 1.015 1.0155 1.0079 1.0659∗∗∗ 1.0367∗∗∗

U-MIDAS-AR, K=2 0.9824 1.0508∗∗ 1.0607 1.0937 1.1096∗ 1.0964 1.1657∗∗∗ 1.1563∗∗

U-MIDAS-AR, K=3 1.0408 1.0384 1.0514 1.0657 1.1295∗∗ 1.113∗∗ 1.2181∗∗ 1.1708∗

U-MIDAS-AR, K=BIC 1.0323∗ 1.0484∗∗ 1.0627∗∗ 1.0512∗∗ 1.0112 1.0135 1.0484∗∗∗ 1.0478∗∗∗

LASSO-AR 0.9771 0.9839 0.9993 0.9963 1.0514 1.0542 1.0574 1.0764∗

ELASTIC-NET-AR 0.9798 0.9717 0.9889 0.992 1.0789 0.9519 1.0637 1.0548
EMP FULL-TIME QC MIDAS-AR(1), K=1 1.0246∗∗ 1.0171∗ 1.0855∗∗ 1.0744∗ 1.0969∗∗∗ 1.0942∗∗∗ 1.017 1.0198

MIDAS-AR(1), K=2 1.0245∗ 1.0375∗∗ 1.0906∗∗ 1.08∗ 1.1402∗∗∗ 1.1001∗∗∗ 1 1.041
MIDAS-AR(1), K=3 1.0681∗∗∗ 1.1075∗∗∗ 1.0886∗ 1.0712 1.1998∗∗∗ 1.1165∗∗ 1.037 1.0479
MIDAS-AR(1), K=BIC 1.0246∗∗ 1.04 1.0855∗∗ 1.0744∗ 1.0969∗∗∗ 1.0942∗∗∗ 1.017 1.0198
MIDAS-AR(1) filter, K=1 1.0158 1.038∗ 1.0882∗ 1.0833∗ 1.1058∗∗∗ 1.0928∗∗∗ 1.0186 1.0302
MIDAS-AR(1) filter, K=2 1.0041 1.0382 1.0946∗∗ 1.086∗ 1.1271∗∗∗ 1.1118∗∗∗ 1.0224 1.0303
MIDAS-AR(1) filter, K=3 1.0892∗∗ 1.0675 1.1225∗∗ 1.0948∗∗ 1.1719∗∗∗ 1.1848∗∗∗ 1.0741 1.0597
MIDAS-AR(1) filter, K=BIC 1.0576∗ 1.0624∗ 1.0882∗ 1.0833∗ 1.1058∗∗∗ 1.0928∗∗∗ 1.0186 1.0302
U-MIDAS-AR, K=1 1.0277∗∗∗ 1.0255∗∗ 1.0419∗∗ 1.0418∗∗ 1.0643∗∗ 1.0824∗∗∗ 1.0026 1.0164
U-MIDAS-AR, K=2 1.0293∗∗∗ 1.0303∗∗∗ 1.0598∗∗∗ 1.0637∗∗∗ 1.0627∗∗ 1.0832∗∗∗ 1.0041 1.0257
U-MIDAS-AR, K=3 1.0351∗∗∗ 1.021∗∗ 1.0475∗∗ 1.0442∗ 1.1057∗∗∗ 1.07∗∗∗ 1.0076 1.0262
U-MIDAS-AR, K=BIC 1.0277∗∗∗ 1.0255∗∗ 1.0419∗∗ 1.0418∗∗ 1.0643∗∗ 1.0824∗∗∗ 1.0026 1.0164
U-MIDAS-AR filter, K=1 1.0186∗ 1.0369∗∗∗ 1.0436∗∗ 1.0405∗∗∗ 1.0708∗∗∗ 1.0862∗∗∗ 1.0044 0.9977
U-MIDAS-AR filter, K=2 1.0172 1.039∗∗∗ 1.0532∗∗ 1.0602∗∗∗ 1.0714∗∗∗ 1.1006∗∗∗ 0.9951 0.9975
U-MIDAS-AR filter, K=3 1.0172∗ 1.0339 1.0837∗∗∗ 1.0471∗∗ 1.1044∗∗∗ 1.0891∗∗∗ 1.0056 1.001
U-MIDAS-AR filter, K=BIC 1.0045 1.0042 1.0021 1.0247∗∗ 1.0584∗∗ 1.0646∗∗ 1.0149 1.0211
LASSO-AR 1.1707∗∗ 1.1495 1.0986 1.1215 1.0727∗∗∗ 1.056∗∗ 0.9824 1.0262
ELASTIC-NET-AR 1.1219∗ 1.1388 1.1224 1.0618 1.0176 1.0435∗ 1.0561 1.2156∗∗

INTUITION
MIDAS-AR(1), K=1 1.0267 1.0148 1.0595 1.0589 1.0895∗∗∗ 1.1∗∗∗ 1.0309 1.0566
MIDAS-AR(1), K=2 1.0519∗ 1.0791∗∗ 1.1016∗∗ 1.0981∗ 1.0956∗∗∗ 1.1126∗∗∗ 1.0329 1.0546
MIDAS-AR(1), K=3 1.0332 1.0907∗∗∗ 1.1182∗∗ 1.102∗ 1.1159∗∗∗ 1.0977∗∗∗ 1.066 1.0414
MIDAS-AR(1), K=BIC 1.0267 1.022 1.0595 1.0589 1.0895∗∗∗ 1.1∗∗∗ 1.0309 1.0566
U-MIDAS-AR, K=1 1.0045 1.0042 1.0021 1.0247∗∗ 1.0584∗∗ 1.0646∗∗ 1.0149 1.0211
U-MIDAS-AR, K=2 1.0519 1.0791 1.1016 1.0981∗∗∗ 1.0956∗∗ 1.1126∗∗ 1.0329 1.0546
U-MIDAS-AR, K=3 1.0332 1.0907 1.1182 1.102∗∗ 1.1159∗∗ 1.0977∗∗ 1.066 1.0414
U-MIDAS-AR, K=BIC 1.0186∗ 1.0369∗∗∗ 1.0436∗∗ 1.0405∗∗∗ 1.0708∗∗∗ 1.0862∗∗∗ 1.0044 0.9977
LASSO-AR 1.0502∗∗ 1.0569∗∗ 1.0419 1.0276 1.0701∗∗ 1.052∗∗ 1.0332 1.0452
ELASTIC-NET-AR 1.049∗∗ 1.0485∗∗ 1.0236 1.0338 1.0962 1.0319 1.0314 1.0497

Note : Les nombres représentent les EQM relatifs entre les différents modèles présentés précédemment et le modèle de référence
AR(p). Le meilleur modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test
Diebold-Mariano. Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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TABLE 9 – Ratio des EQM : emploi à temps plein pour les 15-24 ans

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
EMP FULL-TIME CAN, 15-24 MIDAS-AR(1), K=1 1.0185∗∗∗ 1.0188∗∗∗ 0.9916 0.9915 1.0282 1.0288 1.0905∗∗ 1.0905∗∗

MIDAS-AR(1), K=2 1.0323∗∗∗ 1.0294∗∗∗ 1.0106 0.9953 1.0326 1.042 1.0924∗∗ 1.1042∗∗

MIDAS-AR(1), K=3 1.0258∗∗ 1.0188 0.987 0.9895 1.0382 1.0351 1.1114∗∗∗ 1.0882∗∗

MIDAS-AR(1), K=BIC 1.0185∗∗∗ 1.0188∗∗∗ 0.9916 0.9915 1.0282 1.0388 1.0905∗∗ 1.0905∗∗

MIDAS-AR(1) filter, K=1 1.0145∗ 1.0222∗∗ 0.9876 1.0016 1.0323 1.0254 1.1001∗∗ 1.0965∗∗

MIDAS-AR(1) filter, K=2 1.0289∗ 1.0316∗∗ 0.9972 1.0069 1.0329 1.0287 1.1073∗∗ 1.1105∗∗

MIDAS-AR(1) filter, K=3 1.0489∗∗ 1.0407∗ 0.9911 0.9945 1.0534 1.0268 1.1544∗∗ 1.1611∗∗∗

MIDAS-AR(1) filter, K=BIC 1.0145∗ 1.0262∗∗ 0.9845 1.006 1.0664∗ 1.0254 1.1219∗∗∗ 1.1125∗∗

U-MIDAS-AR, K=1 1.0183∗∗ 1.0172∗∗ 1.0231 1.0144 1.0245 1.022 1.0898∗∗ 1.0898∗∗

U-MIDAS-AR, K=2 1.0274∗∗∗ 1.0189∗∗ 1.0152 1.0177∗ 1.029 1.0336 1.0922∗∗ 1.1006∗∗

U-MIDAS-AR, K=3 1.0222∗∗ 1.0214∗∗ 1.0036 0.9994 1.0301 1.0549 1.1047∗∗∗ 1.0936∗∗

U-MIDAS-AR, K=BIC 1.0183∗∗ 1.0172∗∗ 1.0231 1.0144 1.0245 1.022 1.0898∗∗ 1.0898∗∗

U-MIDAS-AR filter, K=1 1.0152∗ 1.0326∗∗ 1.0008 1.021 1.0221 1.0161 1.1062∗∗ 1.1052∗∗

U-MIDAS-AR filter, K=2 1.0255∗ 1.0268∗∗ 1.0081 1.0219 1.0262 1.0285 1.0923∗∗ 1.0974∗∗

U-MIDAS-AR filter, K=3 1.0397∗∗ 1.0291∗ 0.9615 0.9652 1.0302 1.0296 1.1046∗∗ 1.0947∗∗

U-MIDAS-AR filter, K=BIC 1.0378∗∗∗ 1.0112 0.9932 1.0204∗∗∗ 1.0399 1.0213 1.1041∗∗ 1.0921∗∗

LASSO-AR 1.0078 1.0036 1.0456 1.063∗ 1.0118 1.0245 1.0642∗∗ 1.0674∗∗

ELASTIC-NET-AR 0.9862 1.0036 1.0578∗ 1.0436 1.0013 0.9884 1.0578∗∗ 1.0766∗∗

INTUITION
MIDAS-AR(1), K=1 1.0177∗∗∗ 1.0179∗∗∗ 0.9908 0.9885 1.0328 1.024 1.0985∗∗ 1.0921∗∗

MIDAS-AR(1), K=2 1.0142 1.0337 0.9843 0.9957 1.0405 1.0328 1.1472∗∗∗ 1.1152∗∗

MIDAS-AR(1), K=3 1.0612∗∗ 1.0572∗ 1.0238 1.0017 1.0426 1.026 1.1393∗∗ 1.1684∗∗∗

MIDAS-AR(1), K=BIC 1.0612∗∗ 1.0572∗ 1.0238 1.0017 1.049 1.0043 1.1244∗∗ 1.1755∗∗∗

U-MIDAS-AR, K=1 1.016∗∗ 1.0149∗∗ 1.0122 1.0204∗∗∗ 1.022 1.0213 1.0888∗∗ 1.09∗∗

U-MIDAS-AR, K=2 1.0142 1.0337 0.9843 0.9957 1.0405 1.0328 1.1472∗∗ 1.1152∗

U-MIDAS-AR, K=3 1.0612 1.0572 1.0238 1.0017 1.0426 1.026∗∗ 1.1393∗∗∗ 1.1684∗∗

U-MIDAS-AR, K=BIC 1.0222∗∗ 1.0489∗∗∗ 1.0008 1.021 1.0221 1.0161 1.1062∗∗ 1.1052∗∗

LASSO-AR 1.0695∗ 1.0263 1.127∗∗∗ 1.1046∗∗ 1.016 1.029 1.0856∗∗ 1.1072∗∗∗

ELASTIC-NET-AR 1.0516∗ 1.0568 1.1143∗∗∗ 1.1318∗∗ 1.0658∗ 1.0299 1.0993∗∗∗ 1.123∗∗∗

EMP FULL-TIME QC, 15-24 MIDAS-AR(1), K=1 0.983 0.9885 1.1004∗ 1.0986∗ 1.0618∗ 1.0552∗ 1.1121∗ 1.1102∗

MIDAS-AR(1), K=2 0.9864 0.9906 1.1035∗ 1.1106∗∗ 1.0697∗∗ 1.0574∗ 1.1225∗∗ 1.1155∗

MIDAS-AR(1), K=3 1.0073 1.0158 1.0932∗ 1.0941∗ 1.0918∗∗ 1.0799∗∗ 1.1263∗∗ 1.1305∗∗

MIDAS-AR(1), K=BIC 0.983 0.9885 1.1004∗ 1.0986∗ 1.0618∗ 1.0552∗ 1.1121∗ 1.1102∗

MIDAS-AR(1) filter, K=1 0.9849 0.9835 1.1032∗ 1.0946∗ 1.0602∗ 1.0576∗ 1.1127∗ 1.1175∗

MIDAS-AR(1) filter, K=2 0.9679 0.9892 1.1125∗∗ 1.0976∗ 1.0693∗ 1.0624∗ 1.1196∗ 1.1313∗∗

MIDAS-AR(1) filter, K=3 0.9716 0.9783 1.13∗∗ 1.1175∗ 1.0827∗∗ 1.0822∗∗ 1.1406∗∗ 1.1225∗∗

MIDAS-AR(1) filter, K=BIC 0.9849 0.9835 1.1032∗ 1.0946∗ 1.0602∗ 1.0576∗ 1.1127∗ 1.1175∗

U-MIDAS-AR, K=1 1.0125 1.0121 1.0254∗∗ 1.022∗∗∗ 1.0456 1.0565 1.1477∗∗ 1.1492∗∗

U-MIDAS-AR, K=2 1.0152 0.9993 1.0272∗∗∗ 1.0262∗∗∗ 1.0463 1.0569∗ 1.1191∗∗ 1.1379∗∗

U-MIDAS-AR, K=3 1.0217∗∗ 1.0119 0.9614∗ 1.0223∗∗ 1.0567∗ 1.0575∗ 1.1226∗∗ 1.1586∗∗

U-MIDAS-AR, K=BIC 1.0125 1.0121 1.0254∗∗ 1.022∗∗∗ 1.0456 1.0565 1.1477∗∗ 1.1492∗∗

U-MIDAS-AR filter, K=1 1.0059 1.0244∗∗∗ 1.0115∗∗ 1.0211∗∗∗ 1.0479 1.0461 1.1279∗∗ 1.1572∗∗

U-MIDAS-AR filter, K=2 1.0129∗∗ 1.0199∗ 1.0398∗∗ 1.0202∗∗∗ 1.0472 1.0575∗ 1.1143∗∗ 1.1278∗∗

U-MIDAS-AR filter, K=3 1.0009 1.0069 1.0152 1.0258∗∗∗ 1.0504 1.0611∗ 1.1352∗∗ 1.1324∗∗

U-MIDAS-AR filter, K=BIC 1.0008 0.9513∗ 1.0109∗∗ 1.0156∗∗∗ 1.0419 1.0393 1.1429∗∗ 1.1458∗∗

LASSO-AR 0.9735 0.993 1.1164∗ 1.1273∗ 1.0067 1.015 1.1763∗∗ 1.1645∗∗

ELASTIC-NET-AR 1.011 0.9871 1.1203∗ 1.1282∗ 1.0565 1.0027 1.1732∗∗ 1.2043∗∗

INTUITION
MIDAS-AR(1), K=1 1.0294 0.9482∗ 1.0952∗ 1.1115∗∗ 1.0631∗ 1.0395 1.0933∗ 1.095∗

MIDAS-AR(1), K=2 1.0206 0.9905 1.1242∗∗ 1.1166∗ 1.0774∗∗ 1.0501 1.1049∗ 1.0977∗

MIDAS-AR(1), K=3 1.0229 1.0118 1.1386∗∗ 1.1278∗∗ 1.0515 1.0523∗ 1.1236∗∗ 1.0862
MIDAS-AR(1), K=BIC 1.0294 0.9538∗ 1.0952∗ 1.1115∗∗ 1.0631∗ 1.0395 1.0933∗ 1.095∗

U-MIDAS-AR, K=1 1.0008 0.9513∗ 1.0109∗∗ 1.0156∗∗∗ 1.0419 1.0393 1.1429∗∗ 1.1458∗∗

U-MIDAS-AR, K=2 1.0206 0.9905∗ 1.1242 1.1166∗∗ 1.0774 1.0501 1.1049∗ 1.0977∗∗

U-MIDAS-AR, K=3 1.0229 1.0118∗ 1.1386 1.1278∗∗ 1.0515 1.0523 1.1236∗ 1.0862∗

U-MIDAS-AR, K=BIC 1.0059 1.0244∗∗∗ 1.0115∗∗ 1.0211∗∗∗ 1.0479 1.0461 1.1279∗∗ 1.1572∗∗

LASSO-AR 1.014 0.9939 1.1353∗∗ 1.1286∗∗ 0.9981 1.0148 1.1295∗∗ 1.1549∗∗

ELASTIC-NET-AR 1.0032 0.9926 1.1267∗∗ 1.1254∗∗ 1.0099 0.995 1.1421∗∗ 1.145∗∗

Note : Les nombres représentent les EQM relatifs entre les différents modèles présentés précédemment et le modèle de référence
AR(p). Le meilleur modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test
Diebold-Mariano. Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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TABLE 10 – Ratio des EQM : emploi à temps partiel

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
EMP PART-TIME CAN MIDAS-AR(1), K=1 1.0184∗∗∗ 1.0169∗∗∗ 1.0336 1.0358 0.9997 0.992 1.3067∗∗∗ 1.3068∗∗∗

MIDAS-AR(1), K=2 1.0349∗∗∗ 1.0328∗∗∗ 1.0496 1.0506 1.0135 1.0162 1.3197∗∗∗ 1.3168∗∗∗

MIDAS-AR(1), K=3 1.04∗∗ 1.0308∗∗ 1.0476 1.0542 1.0216 1.0064 1.3516∗∗∗ 1.2681∗∗∗

MIDAS-AR(1), K=BIC 1.0184∗∗∗ 1.0169∗∗∗ 1.0336 1.0358 0.9997 0.992 1.3078∗∗∗ 1.3068∗∗∗

MIDAS-AR(1) filter, K=1 1.0313∗∗∗ 1.0331∗∗∗ 1.0425 1.0457 1.0205 1.0126 1.3039∗∗∗ 1.3236∗∗∗

MIDAS-AR(1) filter, K=2 1.0422∗∗∗ 1.0344∗∗∗ 1.039 1.0583 1.0349∗∗ 1.0129 1.3168∗∗∗ 1.3179∗∗∗

MIDAS-AR(1) filter, K=3 1.0415∗∗∗ 1.0341∗∗ 1.0412 1.0352 1.0386∗∗ 1.0389∗ 1.3381∗∗∗ 1.3275∗∗∗

MIDAS-AR(1) filter, K=BIC 1.0313∗∗∗ 1.0331∗∗∗ 1.0425 1.0457 1.0205 1.0126 1.3039∗∗∗ 1.3236∗∗∗

U-MIDAS-AR, K=1 1.0143∗∗∗ 1.0128∗∗∗ 1.0131∗∗ 1.0136∗∗ 0.9926 0.9915 1.3018∗∗∗ 1.3018∗∗∗

U-MIDAS-AR, K=2 1.0138∗∗∗ 1.0109 0.9843 1.0144 1.0032 0.9968 1.3083∗∗∗ 1.3072∗∗∗

U-MIDAS-AR, K=3 1.0154∗∗∗ 1.0143∗ 0.9817 1.0178 1.004 0.9966 1.3222∗∗∗ 1.2898∗∗∗

U-MIDAS-AR, K=BIC 1.0143∗∗∗ 1.0128∗∗∗ 1.0131∗∗ 1.0136∗∗ 0.9926 0.9915 1.3018∗∗∗ 1.3018∗∗∗

U-MIDAS-AR filter, K=1 1.0152∗∗∗ 1.0149∗∗∗ 1.0158∗∗ 1.0128∗ 0.9908 0.9893 1.3006∗∗∗ 1.2989∗∗∗

U-MIDAS-AR filter, K=2 1.0178∗∗ 1.0155∗∗ 0.9974 1.0226 0.998 0.9974 1.3044∗∗∗ 1.3084∗∗∗

U-MIDAS-AR filter, K=3 1.0193∗ 1.0185 0.992 1.0057 1.0005 1.0016 1.296∗∗∗ 1.3155∗∗∗

U-MIDAS-AR filter, K=BIC 1.0119∗∗∗ 1.0127∗∗∗ 1.0103∗ 1.0115∗∗ 0.9907 0.9907 1.3027∗∗∗ 1.3002∗∗∗

LASSO-AR 1.0065 0.9847 1.252∗∗∗ 1.278∗∗∗ 0.9745∗ 0.9779 1.2502∗∗∗ 1.2537∗∗∗

ELASTIC-NET-AR 1.0027 0.9846 1.2719∗∗∗ 1.2586∗∗∗ 0.9743∗ 0.9814 1.2492∗∗∗ 1.2531∗∗∗

INTUITION
MIDAS-AR(1), K=1 1.0169∗∗∗ 1.0203∗∗∗ 1.0286 1.0327 1.0003 0.9956 1.3207∗∗∗ 1.3076∗∗∗

MIDAS-AR(1), K=2 1.0127∗∗ 1.0234∗∗∗ 1.0438 1.0492 1.0115 0.9911 1.3299∗∗∗ 1.3241∗∗∗

MIDAS-AR(1), K=3 1.0113 0.9977 1.0445 1.0315 1.016 1.0071 1.3286∗∗∗ 1.317∗∗∗

MIDAS-AR(1), K=BIC 1.0169∗∗∗ 1.0203∗∗∗ 1.0286 1.0327 1.0003 0.9956 1.3207∗∗∗ 1.3076∗∗∗

U-MIDAS-AR, K=1 1.0119∗∗∗ 1.0127∗∗∗ 1.0103∗ 1.0115∗∗ 0.9907 0.9907 1.3027∗∗∗ 1.3002∗∗∗

U-MIDAS-AR, K=2 1.0127∗∗∗ 1.0234∗∗ 1.0438 1.0492 1.0115 0.9911 1.3299∗∗∗ 1.3241∗∗∗

U-MIDAS-AR, K=3 1.0113 0.9977 1.0445 1.0315∗∗ 1.016 1.0071 1.3286∗∗∗ 1.317∗∗∗

U-MIDAS-AR, K=BIC 1.0152∗∗∗ 1.0149∗∗∗ 1.0158∗∗ 1.0128∗ 0.9908 0.9893 1.3006∗∗∗ 1.2989∗∗∗

LASSO-AR 0.9938 0.9918 1.2348∗∗∗ 1.1949∗∗∗ 1.0201 0.9814 1.2925∗∗∗ 1.2452∗∗∗

ELASTIC-NET-AR 0.9765 0.9735∗ 1.251∗∗∗ 1.2034∗∗∗ 0.9864 0.9733∗ 1.2883∗∗∗ 1.2427∗∗∗

EMP PART-TIME QC MIDAS-AR(1), K=1 1.0434∗∗∗ 1.0233∗∗ 1.1002∗∗ 1.0822∗∗ 1.0486∗∗ 1.0633∗∗∗ 1.1511∗ 1.1497∗

MIDAS-AR(1), K=2 1.0487∗∗∗ 1.0391∗∗ 1.0983∗∗ 1.0921∗∗ 1.0807∗∗∗ 1.0829∗∗∗ 1.2033∗∗ 1.165∗

MIDAS-AR(1), K=3 1.0874∗∗∗ 1.055∗∗ 1.0763∗∗ 1.0828∗ 1.0992∗∗ 1.075∗∗ 1.2698∗∗∗ 1.1736∗∗

MIDAS-AR(1), K=BIC 1.0434∗∗∗ 1.0233∗∗ 1.1002∗∗ 1.0822∗∗ 1.0486∗∗ 1.0633∗∗∗ 1.1511∗ 1.1497∗

MIDAS-AR(1) filter, K=1 1.0386∗∗ 1.0515∗∗∗ 1.0951∗∗ 1.0917∗∗ 1.0571∗∗∗ 1.0565∗∗ 1.147∗ 1.1418∗

MIDAS-AR(1) filter, K=2 1.0387∗ 1.0635∗∗∗ 1.0964∗∗ 1.1141∗∗ 1.0747∗∗ 1.1032∗∗∗ 1.1676∗∗ 1.169∗∗

MIDAS-AR(1) filter, K=3 1.0429∗ 1.0875∗∗∗ 1.12∗∗ 1.1314∗∗ 1.0899∗∗ 1.0944∗∗ 1.2442∗∗∗ 1.2026∗∗

MIDAS-AR(1) filter, K=BIC 1.0386∗∗ 1.0515∗∗∗ 1.0951∗∗ 1.0917∗∗ 1.0571∗∗∗ 1.0565∗∗ 1.147∗ 1.1418∗

U-MIDAS-AR, K=1 1.0232∗∗∗ 1.0174∗ 1.0162∗ 1.0214∗ 1.0313∗ 1.0337∗ 1.1394∗ 1.1409∗

U-MIDAS-AR, K=2 1.025∗∗∗ 1.0166 1.0214∗ 1.0358∗∗ 1.0506∗∗ 1.0366∗∗ 1.144∗ 1.1511∗

U-MIDAS-AR, K=3 1.0412∗∗ 1.0158 1.0209∗ 1.0336∗ 1.1021∗∗∗ 1.0335∗ 1.1456∗ 1.1562∗

U-MIDAS-AR, K=BIC 1.0232∗∗∗ 1.0174∗ 1.0162∗ 1.0214∗ 1.0313∗ 1.0337∗ 1.1394∗ 1.1409∗

U-MIDAS-AR filter, K=1 1.0176∗∗ 1.0224∗∗∗ 1.0171∗ 1.0185∗ 1.0332∗∗ 1.0354∗ 1.1376∗ 1.1329∗

U-MIDAS-AR filter, K=2 1.0097 1.0246∗∗∗ 1.0255∗∗ 1.0378∗∗ 1.054∗∗ 1.0411∗∗ 1.1476∗ 1.135∗

U-MIDAS-AR filter, K=3 1.0129 1.0406∗∗∗ 1.0454∗∗ 1.0472∗∗ 1.0747∗∗ 1.0494∗∗ 1.1628∗∗ 1.1491∗

U-MIDAS-AR filter, K=BIC 1.0138∗ 1.0122∗ 0.987 1.0034 1.0279∗ 1.0322 1.1356∗ 1.1313∗

LASSO-AR 1.0182 0.9562 1.1999∗∗ 1.2081∗ 1.0157 0.9815 1.1609∗ 1.1317
ELASTIC-NET-AR 1.0774∗∗∗ 1.0625 1.203∗ 1.1613∗ 1.0131 1.0548∗∗ 1.1334∗ 1.128

INTUITION
MIDAS-AR(1), K=1 1.0278∗∗ 1.0206∗∗ 1.0454 1.0782∗∗ 1.0691∗∗∗ 1.0327 1.1557∗ 1.1629∗∗

MIDAS-AR(1), K=2 1.0778 1.0459∗∗∗ 1.0553 1.0892∗ 1.1153∗∗ 1.0573 1.1691∗∗ 1.1566∗∗

MIDAS-AR(1), K=3 1.0897∗ 1.0534∗∗∗ 1.0646∗ 1.1126∗∗ 1.1224∗∗ 1.0723 1.1966∗∗ 1.2207∗∗

MIDAS-AR(1), K=BIC 1.0278∗∗ 1.0206∗∗ 1.0454 1.0782∗∗ 1.1015∗∗ 1.0573 1.1557∗ 1.1767∗∗

U-MIDAS-AR, K=1 1.0138∗ 1.0122∗ 0.987 1.0034 1.0279∗ 1.0322 1.1356∗ 1.1313∗

U-MIDAS-AR, K=2 1.0778∗∗ 1.0459∗∗ 1.0553 1.0892∗∗∗ 1.1153 1.0573 1.1691∗ 1.1566∗

U-MIDAS-AR, K=3 1.0897∗∗ 1.0534 1.0646 1.1126∗∗ 1.1224 1.0723∗ 1.1966∗ 1.2207∗

U-MIDAS-AR, K=BIC 1.0176∗∗ 1.0224∗∗∗ 1.0171∗ 1.0185∗ 1.0332∗∗ 1.0354∗ 1.1376∗ 1.1329∗

LASSO-AR 1.0103 1.01 1.129∗ 1.129∗ 1.0078 1.0083 1.1291∗ 1.129∗

ELASTIC-NET-AR 1.0093 1.0106 1.129∗ 1.129∗ 1.0117 1.0099 1.1291∗ 1.1291∗

Note : Les nombres représentent les EQM relatifs entre les différents modèles présentés précédemment et le modèle de référence
AR(p). Le meilleur modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test
Diebold-Mariano. Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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TABLE 11 – Ratio des EQM : emploi à temps partiel pour les 15-24 ans

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
EMP PART-TIME CAN, 15-24 MIDAS-AR(1), K=1 1.0158∗ 1.0126 1.0472 1.047 1.0253 1.0238 1.1736∗∗∗ 1.1768∗∗∗

MIDAS-AR(1), K=2 1.0363∗∗∗ 1.018∗ 1.0546 1.0544 1.0404∗ 1.041∗ 1.1911∗∗∗ 1.1961∗∗∗

MIDAS-AR(1), K=3 1.0204 1.017 1.0424 1.0454 1.0474∗ 1.0554∗ 1.2157∗∗∗ 1.2001∗∗∗

MIDAS-AR(1), K=BIC 1.0158∗ 1.0126 1.0472 1.047 1.0253 1.0238 1.1736∗∗∗ 1.1768∗∗∗

MIDAS-AR(1) filter, K=1 1.0184 1.0317∗∗∗ 1.0517 1.0531 1.0246 1.0262 1.1717∗∗∗ 1.1772∗∗∗

MIDAS-AR(1) filter, K=2 1.0466∗∗∗ 1.0368∗∗∗ 1.084∗∗ 1.0674∗ 1.0381 1.0483∗ 1.1781∗∗∗ 1.1897∗∗∗

MIDAS-AR(1) filter, K=3 1.0596∗∗∗ 1.0333∗∗ 1.0636∗ 1.0726∗ 1.0604∗∗ 1.0524∗ 1.1811∗∗∗ 1.1868∗∗∗

MIDAS-AR(1) filter, K=BIC 1.0184 1.0317∗∗∗ 1.0517 1.0531 1.0246 1.0262 1.1717∗∗∗ 1.1772∗∗∗

U-MIDAS-AR, K=1 1.0122∗∗ 1.0109 1.0109 1.0106 1.0203 1.0185 1.173∗∗∗ 1.1747∗∗∗

U-MIDAS-AR, K=2 1.0142∗∗ 1.0125 1.0072 1.0179 1.0307 1.0237 1.1789∗∗∗ 1.1805∗∗∗

U-MIDAS-AR, K=3 1.0211∗∗ 1.0125 1.0095 1.0107 1.0317 1.0272 1.186∗∗∗ 1.1909∗∗∗

U-MIDAS-AR, K=BIC 1.0122∗∗ 1.0109 1.0109 1.0106 1.0203 1.0185 1.173∗∗∗ 1.1747∗∗∗

U-MIDAS-AR filter, K=1 1.0092∗∗ 1.0139∗∗∗ 1.0094 1.0149 1.0245 1.0173 1.1872∗∗∗ 1.1719∗∗∗

U-MIDAS-AR filter, K=2 1.0157∗∗∗ 1.0163∗∗∗ 1.0085 1.0428∗ 1.0303 1.0241 1.176∗∗∗ 1.1755∗∗∗

U-MIDAS-AR filter, K=3 1.0198∗∗∗ 1.0208∗∗∗ 1.014 1.0195∗ 1.0357∗ 1.0203 1.1774∗∗∗ 1.1738∗∗∗

U-MIDAS-AR filter, K=BIC 1.012∗∗∗ 1.011∗∗ 1.0127 1.0116 1.0187 1.0189 1.1738∗∗∗ 1.1742∗∗∗

LASSO-AR 0.9815 1.0083 1.148∗∗∗ 1.1488∗∗∗ 0.9955 0.9969 1.1575∗∗∗ 1.1563∗∗∗

ELASTIC-NET-AR 0.9704 0.9819 1.1532∗∗∗ 1.1419∗∗∗ 0.9945 1.0006 1.1578∗∗∗ 1.157∗∗∗

INTUITION
MIDAS-AR(1), K=1 1.0152∗∗ 1.0148∗∗ 1.0455 1.0473 1.0223 1.0249 1.1812∗∗∗ 1.1881∗∗∗

MIDAS-AR(1), K=2 1.0228∗ 1.008 1.0639 1.0753 1.0207 1.0367 1.2008∗∗∗ 1.1806∗∗∗

MIDAS-AR(1), K=3 1.0292∗∗ 1.0351 1.0613 1.0776∗ 1.0404 1.0323 1.1899∗∗∗ 1.2375∗∗∗

MIDAS-AR(1), K=BIC 1.0152∗∗ 1.0148∗∗ 1.0455 1.0473 1.0223 1.0249 1.1812∗∗∗ 1.1881∗∗∗

U-MIDAS-AR, K=1 1.012∗∗∗ 1.011∗∗ 1.0127 1.0116 1.0187 1.0189 1.1738∗∗∗ 1.1742∗∗∗

U-MIDAS-AR, K=2 1.0228 1.008∗∗ 1.0639 1.0753∗ 1.0207 1.0367 1.2008∗∗∗ 1.1806∗∗∗

U-MIDAS-AR, K=3 1.0292∗∗ 1.0351∗∗∗ 1.0613 1.0776 1.0404 1.0323 1.1899∗∗∗ 1.2375∗∗∗

U-MIDAS-AR, K=BIC 1.0092∗∗ 1.0139∗∗∗ 1.0094 1.0149 1.0245 1.0173 1.1872∗∗∗ 1.1719∗∗∗

LASSO-AR 1.0003 1.0015 1.1872∗∗∗ 1.1265∗∗ 1.005 1.0123 1.146∗∗∗ 1.1641∗∗∗

ELASTIC-NET-AR 0.996 1.0186 1.1749∗∗∗ 1.1434∗∗∗ 0.9972 0.9934 1.1683∗∗∗ 1.1625∗∗∗

EMP PART-TIME QC, 15-24 MIDAS-AR(1), K=1 1.0289∗∗∗ 1.0193∗∗ 1.0719∗ 1.0689∗ 1.089∗∗∗ 1.1071∗∗∗ 1.0907 1.0916
MIDAS-AR(1), K=2 1.0231∗ 1.0358∗∗∗ 1.0684∗ 1.0683∗ 1.1121∗∗∗ 1.1259∗∗∗ 1.1151∗ 1.097
MIDAS-AR(1), K=3 1.028∗ 1.0445∗∗ 1.08∗∗ 1.0892∗∗ 1.0898∗∗ 1.1521∗∗∗ 1.1056 1.1004
MIDAS-AR(1), K=BIC 1.0289∗∗∗ 1.0193∗∗ 1.0719∗ 1.0689∗ 1.089∗∗∗ 1.1071∗∗∗ 1.0907 1.0916
MIDAS-AR(1) filter, K=1 1.0211∗∗ 1.0211∗∗ 1.0716∗ 1.0721∗ 1.1238∗∗∗ 1.0907∗∗∗ 1.0895 1.0922
MIDAS-AR(1) filter, K=2 1.0228∗∗ 1.0404∗∗∗ 1.0846∗∗ 1.0928∗∗ 1.099∗∗∗ 1.1044∗∗∗ 1.0969 1.101
MIDAS-AR(1) filter, K=3 1.0326∗∗ 1.0438∗∗ 1.1136∗∗ 1.1019∗∗ 1.1083∗∗∗ 1.0945∗∗∗ 1.1261∗ 1.1183∗

MIDAS-AR(1) filter, K=BIC 1.0211∗∗ 1.0211∗∗ 1.0716∗ 1.0721∗ 1.1296∗∗∗ 1.0907∗∗∗ 1.0895 1.0922
U-MIDAS-AR, K=1 1.0198∗∗∗ 1.0185∗ 0.9932 0.9963 1.086∗∗∗ 1.0837∗∗∗ 1.0849 1.082
U-MIDAS-AR, K=2 1.0219∗∗∗ 1.0226∗∗ 1.0096 1.0129 1.0975∗∗∗ 1.0903∗∗∗ 1.0868 1.0866
U-MIDAS-AR, K=3 1.0239∗∗∗ 1.0258∗∗ 0.9925 1.0229 1.1108∗∗∗ 1.0919∗∗∗ 1.0866 1.0912
U-MIDAS-AR, K=BIC 1.0198∗∗∗ 1.0185∗ 0.9932 0.9963 1.086∗∗∗ 1.0837∗∗∗ 1.0849 1.082
U-MIDAS-AR filter, K=1 1.0156∗∗ 1.0194∗ 0.9944 1.0163 1.086∗∗∗ 1.0867∗∗∗ 1.0852 1.08
U-MIDAS-AR filter, K=2 1.0144∗ 1.0241∗∗ 1.0345 1.0198 1.093∗∗∗ 1.0929∗∗∗ 1.0893 1.0831
U-MIDAS-AR filter, K=3 1.0165 1.0185∗ 1.0621∗ 1.0303 1.089∗∗∗ 1.0963∗∗∗ 1.0919 1.0873
U-MIDAS-AR filter, K=BIC 1.0128 1.0067 0.9898 0.998 1.0827∗∗∗ 1.077∗∗∗ 1.0773 1.0798
LASSO-AR 1.0404 0.9829 1.0304 1.1436∗ 1.075 1.0726 1.0632 1.1196
ELASTIC-NET-AR 0.9895 1.0247 1.1294∗ 1.1067 1.0673 1.021 1.095 1.1368

INTUITION
MIDAS-AR(1), K=1 1.0142 1.0095 1.064∗ 1.0739∗ 1.1067∗∗∗ 1.1458∗∗∗ 1.0791 1.0809
MIDAS-AR(1), K=2 1.022∗ 1.0293 1.0664 1.0807∗ 1.08∗∗ 1.1657∗∗∗ 1.101 1.1004
MIDAS-AR(1), K=3 1.0161 1.0179 1.0382 1.0723 1.0682∗ 1.1546∗∗∗ 1.1077∗ 1.1075∗

MIDAS-AR(1), K=BIC 1.0142 1.0095 1.0612 1.0747∗ 1.1067∗∗∗ 1.1458∗∗∗ 1.0791 1.0906
U-MIDAS-AR, K=1 1.0128 1.0067 0.9898 0.998 1.0827∗∗∗ 1.077∗∗∗ 1.0773 1.0798
U-MIDAS-AR, K=2 1.022∗ 1.0293 1.0664 1.0807 1.08∗∗∗ 1.1657∗∗∗ 1.101 1.1004
U-MIDAS-AR, K=3 1.0161 1.0179 1.0382 1.0723 1.0682∗∗∗ 1.1546∗∗∗ 1.1077 1.1075
U-MIDAS-AR, K=BIC 1.0156∗∗ 1.0194∗ 0.9944 1.0163 1.086∗∗∗ 1.0867∗∗∗ 1.0852 1.08
LASSO-AR 1.0398∗ 1.0439∗ 1.1084∗ 1.1087∗ 1.0476∗∗ 1.0442∗∗ 1.1088∗ 1.1101∗

ELASTIC-NET-AR 1.0454∗∗ 1.0451∗∗ 1.1089∗ 1.1075∗ 1.0457∗∗ 1.044∗∗ 1.1154∗ 1.1172∗

Note : Les nombres représentent les EQM relatifs entre les différents modèles présentés précédemment et le modèle de référence
AR(p). Le meilleur modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test
Diebold-Mariano. Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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TABLE 12 – Ratio des EQM : heures totales travaillées

H = 0 H = 1
Séries Modèles Semaine 1 Semaine 2 Semaine 3 Semaine 4 Semaine 1 Semaine 2 Semaine 3 Semaine 4
TOT HRS CAN MIDAS-AR(1), K=1 1.0176∗∗∗ 1.0174∗∗∗ 1.0194∗∗ 1.0149∗∗∗ 1.0398 1.0333 1.2665∗∗∗ 1.2639∗∗∗

MIDAS-AR(1), K=2 1.021∗∗ 1.0296∗∗ 1.0329∗∗ 1.0236∗∗ 1.051∗ 1.0511 1.2834∗∗∗ 1.2713∗∗∗

MIDAS-AR(1), K=3 1.0232∗∗ 1.0368∗∗ 1.0444∗∗ 1.0435∗∗ 1.0397 1.0538 1.2575∗∗∗ 1.2833∗∗∗

MIDAS-AR(1), K=BIC 1.0176∗∗∗ 1.0174∗∗∗ 1.0194∗∗ 1.0149∗∗∗ 1.0398 1.0333 1.2665∗∗∗ 1.2639∗∗∗

MIDAS-AR(1) filter, K=1 1.0236∗∗∗ 1.0229∗∗∗ 1.0293∗∗∗ 1.036∗∗∗ 1.0428 1.0453 1.2763∗∗∗ 1.252∗∗∗

MIDAS-AR(1) filter, K=2 1.0153 1.0333∗∗ 1.0426∗∗ 1.0619∗∗∗ 1.0431∗ 1.0495∗ 1.2901∗∗∗ 1.2658∗∗∗

MIDAS-AR(1) filter, K=3 0.9816 1.0148 0.9899 1.0034 1.0631∗ 1.0356 1.3178∗∗∗ 1.2979∗∗∗

MIDAS-AR(1) filter, K=BIC 1.0236∗∗∗ 1.0229∗∗∗ 1.0293∗∗∗ 1.036∗∗∗ 1.058∗∗ 1.0497 1.2731∗∗∗ 1.2552∗∗∗

U-MIDAS-AR, K=1 1.013∗∗∗ 1.0124∗∗∗ 1.0179∗∗ 1.0131∗∗∗ 1.0655∗ 1.0447 1.2597∗∗∗ 1.2589∗∗∗

U-MIDAS-AR, K=2 1.0057 1.0201∗ 1.0302∗∗ 1.0216 1.0348 1.0263 1.2547∗∗∗ 1.2582∗∗∗

U-MIDAS-AR, K=3 1.008 1.0227∗∗ 1.0358∗∗ 1.0238 1.0363 1.0291 1.2557∗∗∗ 1.2657∗∗∗

U-MIDAS-AR, K=BIC 1.013∗∗∗ 1.0124∗∗∗ 1.0179∗∗ 1.0131∗∗∗ 1.0655∗ 1.0447 1.2597∗∗∗ 1.2589∗∗∗

U-MIDAS-AR filter, K=1 1.0088∗∗ 1.0105∗∗∗ 1.0241∗∗ 1.0158∗ 1.0334 1.0331 1.2532∗∗∗ 1.2523∗∗∗

U-MIDAS-AR filter, K=2 0.9998 1.0224∗∗ 1.0382∗∗ 1.0356∗∗ 1.0336 1.0398 1.256∗∗∗ 1.2555∗∗∗

U-MIDAS-AR filter, K=3 0.9764 1.0264∗∗ 1.0407∗∗∗ 1.0297∗∗ 1.024 1.0384 1.2535∗∗∗ 1.2616∗∗∗

U-MIDAS-AR filter, K=BIC 1.0122∗∗∗ 1.0489 1.0617 1.0577∗ 1.0248 1.0354 1.274∗∗∗ 1.2693∗∗∗

LASSO-AR 0.856∗∗∗ 0.9269 1.1952∗∗ 1.1457∗ 1.059∗ 1.1385∗∗∗ 1.3826∗∗∗ 1.3739∗∗∗

ELASTIC-NET-AR 0.9222∗∗ 0.9545 1.1441∗ 1.1132 1.0745∗∗ 1.1301∗∗∗ 1.3562∗∗∗ 1.4119∗∗∗

INTUITION
MIDAS-AR(1), K=1 1.0183∗∗∗ 1.0154∗∗∗ 1.0177∗∗∗ 1.0148∗∗ 1.0495∗ 1.0402 1.2713∗∗∗ 1.2645∗∗∗

MIDAS-AR(1), K=2 1.0285 1.0183 1.008 1.0067 1.0528∗ 1.0387 1.2659∗∗∗ 1.2701∗∗∗

MIDAS-AR(1), K=3 1.0019 1.0038 0.9371∗ 0.9339∗∗ 1.0372 1.006 1.2663∗∗∗ 1.2606∗∗∗

MIDAS-AR(1), K=BIC 1.0073 1.01 0.9371∗ 0.9339∗∗ 1.0372 1.0099 1.2724∗∗∗ 1.2679∗∗∗

U-MIDAS-AR, K=1 1.0122∗∗∗ 1.0129∗∗∗ 1.0145∗∗ 1.0118∗∗∗ 1.0355 1.0338 1.2604∗∗∗ 1.257∗∗∗

U-MIDAS-AR, K=2 1.0285 1.0183∗∗ 1.008 1.0067∗ 1.0528 1.0387 1.2659∗∗∗ 1.2701∗∗∗

U-MIDAS-AR, K=3 1.0019 1.0038∗ 0.9371 0.9339∗∗ 1.0372 1.006 1.2663∗∗∗ 1.2606∗∗∗

U-MIDAS-AR, K=BIC 1.0088∗∗ 1.0105∗∗∗ 1.0241∗∗ 1.0158∗ 1.0334 1.0331 1.2532∗∗∗ 1.2523∗∗∗

LASSO-AR 0.9994 1.0445 1.2114∗∗ 1.2462∗∗∗ 1.0165 1.0224 1.3284∗∗∗ 1.2822∗∗

ELASTIC-NET-AR 1.0099 0.9844 1.2293∗∗ 1.2489∗∗ 1.0327 1.0243 1.2443∗∗∗ 1.2127∗∗

TOT HRS QC MIDAS-AR(1), K=1 1.0217∗∗ 1.0206∗∗ 1.0171 1.0221 1.0171 1.0233 1.1711 1.1797
MIDAS-AR(1), K=2 1.0209∗ 1.0217∗ 1.0075 1.0092 1.0064 0.9773 1.1858 1.1682
MIDAS-AR(1), K=3 1.0961∗∗ 1.0578∗∗ 1.0418 1.0121 1.0041 1.1013∗ 1.2032 1.2133
MIDAS-AR(1), K=BIC 1.0204∗∗ 1.0206∗∗ 1.0171 1.0221 1.0171 1.0233 1.1711 1.1797
MIDAS-AR(1) filter, K=1 1.0102 1.017 1.0239 1.0325 1.0124 1.0017 1.1885 1.1537
MIDAS-AR(1) filter, K=2 1.0252 1.0228 1.0316 1.0316 1.0116 1.0146 1.2008 1.2032
MIDAS-AR(1) filter, K=3 1.0264 1.0068 1.0628 1.0478 0.9787 1.0296 1.241 1.2504
MIDAS-AR(1) filter, K=BIC 1.0102 1.0284∗ 1.0239 1.0325 1.0729 1.0017 1.1885 1.1537
U-MIDAS-AR, K=1 1.0199∗∗∗ 1.0187∗∗∗ 1.0092 1.0106 0.9953 0.9914 1.1545 1.1539
U-MIDAS-AR, K=2 1.0177∗ 1.007 1.0382∗∗ 1.016∗ 1.005 1.0172 1.1436 1.1491
U-MIDAS-AR, K=3 1.0213∗∗ 1.0082 1.015 1.0471∗∗ 0.9728 1.0161 1.1533 1.1672
U-MIDAS-AR, K=BIC 1.0199∗∗∗ 1.0187∗∗∗ 1.0092 1.0106 0.9953 0.9914 1.1545 1.1539
U-MIDAS-AR filter, K=1 1.015∗ 1.0171∗∗∗ 1.0306∗ 1.0159 0.9956 0.9803 1.1562 1.1516
U-MIDAS-AR filter, K=2 1.0088 1.0105 1.0489 1.0369∗ 1.0067 1.0236 1.1556 1.1557
U-MIDAS-AR filter, K=3 0.9929 1.0163 1.0439 1.0543 1.0097 1.0137 1.1552 1.1643
U-MIDAS-AR filter, K=BIC 1.0148∗∗∗ 1.0148∗∗ 0.9997 0.9904 0.9906 0.9849 1.1486 1.1512
LASSO-AR 0.9552∗ 0.9566 1.0783 1.0842 0.9572 0.9566 1.0695 1.1292
ELASTIC-NET-AR 0.9561 0.9565 1.0878 1.087 0.9558∗ 0.9578 1.0631 1.071

INTUITION
MIDAS-AR(1), K=1 1.0446∗ 1.0597∗∗∗ 1.0022 0.9975 1.0155 0.9912 1.1434 1.26
MIDAS-AR(1), K=2 1.0466∗ 1.0932∗∗∗ 1.0219 0.9989 1.0901 0.9667 1.1385 1.3642
MIDAS-AR(1), K=3 1.0711∗∗ 1.0797∗∗ 1.0326 1.0804 1.0898∗ 0.9769 1.1513 1.3642∗

MIDAS-AR(1), K=BIC 1.0446∗ 1.0597∗∗∗ 1.0022 0.9975 1.0505 0.9912 1.1434 1.26
U-MIDAS-AR, K=1 1.0148∗∗∗ 1.0148∗∗ 0.9997 0.9904 0.9906 0.9849 1.1486 1.1512
U-MIDAS-AR, K=2 1.0466 1.0932∗∗∗ 1.0219 0.9989 1.0901 0.9667 1.1385 1.3642
U-MIDAS-AR, K=3 1.0711 1.0797 1.0326 1.0804 1.0898 0.9769 1.1513 1.3642
U-MIDAS-AR, K=BIC 1.015∗ 1.0171∗∗∗ 1.0306∗ 1.0159 0.9956 0.9803 1.1562 1.1516
LASSO-AR 0.9509∗ 0.9628 1.0751 1.0726 0.9812 0.933∗∗ 1.1153 1.0943
ELASTIC-NET-AR 1.0213 0.9534∗ 1.0839 1.0879 0.9636 0.9511 1.0874 1.0959

Note : Les nombres représentent les EQM relatifs entre les différents modèles présentés précédemment et le modèle de référence
AR(p). Le meilleur modèle pour une variable donnée est indiqué en gras. Les étoiles représentent les niveaux de significativé du test
Diebold-Mariano. Ainsi, ∗∗∗, ∗∗ et ∗ correspondent respectivement au niveau de 1%, 5% et 10%.
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7 Conclusion

Dans ce travail, nous avons évalué l’apport prévisionnel des données de requêtes

faites sur le moteur de recherche de Google au niveau de la prédiction du mois courant

et du prochain mois sur plusieurs variables du marché d’emploi au Canada et au

Québec. Nous avons considéré plusieurs types de modèles basés sur la modélisation en

fréquence mixte pour tenir compte du fait que les GT sont disponibles de façon

hebdomadaire tandis que les variables à prévoir sont mensuelles et disponibles avec

deux semaines de retard. Nous avons aussi considéré plusieurs façons de choisir les

mots-clés et ainsi réduire la dimension du problème. La performance des modèles a été

évaluée dans un exercice de prévision hors échantillon sur la période 2014M09 -

2019M09.

Les principales conclusions sont les suivantes. Les performances ne sont pas

uniformes à travers les variables à prévoir. Les Google Trends améliorent la précision des

prévisions surtout pour les variables comme le taux d’emploi, les heures travaillées et le

taux de chômage. Ils n’apportent pas d’information substantielle dans le cas du taux de

croissance d’emploi. Du point de vue régional, les modèles augmentés par l’information

des GT fonctionnent mieux dans le cas des variables canadiennes que les cibles

québécoises, sauf quelques exceptions. En effet, il se peut que les résultats pour le

Québec soient moins probants, car il y a la possibilité que les requêtes faites sur la

plateforme de Google pour la province soient moins pertinentes en termes de volume de

recherches. De plus, il y a également le fait que les variables provinciales de l’Enquête

sur population active sont généralement plus bruyantes que celles du Canada et donc

plus difficiles à prévoir.

Le moment où les GT sont disponibles joue le rôle clé ici. Dans la grande majorité

des cas, l’ajout des GT est bénéfique durant les deux premières semaines du mois, donc

lorsque les données de l’Enquête sur la population active ne sont pas encore disponibles

pour le dernier mois. Ceci identifie alors l’avantage de ce type de données non standard.

Du point de vue méthodologique, quelques observations sont intéressantes. Au

niveau de la sélection des mots-clés, on trouve que la méthode de filtrage automatique

performe mieux que la méthode par « intuition ». Quant au traitement du problème de

dimension, nous avons trouvé que la modélisation à l’aide des algorithmes

d’apprentissage automatique supervisés tels que LASSO et Elastic-Net fait mieux que la

33



réduction des GT en un petit nombre de facteurs via l’analyse par composantes

principales.

En résumé, bien que les données portant sur le volume relatif des requêtes faites sur

le moteur de recherche de Google ne révolutionnent pas la façon de prévoir les variables

importantes du marché d’emploi canadien et québécois, elles améliorent néanmoins la

précision de façon substantielle et significative dans plusieurs cas. Il sera donc intéressant

d’étendre cette étude dans le futur. Par exemple, une idée serait de combiner ces données

avec les méthodes d’apprentissage automatique non linéaires pour évaluer si la richesse

des Google Trends peut être mieux exploitée avec les structures plus complexes.
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A Mots-clés par intuition

TABLE 13 – Mots-clés sélectionnés pour la méthode par « intuition »

QUÉBEC CANADA
embauche benefits
service canada insurance
job service canada
recession employment
marche financier job
gouvernement canada layoff
gouvernement quebec job near me
arc dossier work from home
entrevue part time job
licenciement unemployment claims
chomage file for benefits
emploi recession
recherche emploi stock market
offre emploi economy
site emploi local job
allocation chomage unemployment compensation
emploi temps partiel jobless
droit chomage jobless claims
assurance chomage reduced hours
trouver emploi cra login
emploi temporaire employment insurance
chomage calcul lost job
emploi domicile temporary job
demande chomage government of canada
prestation chomage unemployment
taux chomage unemployment insurance
emploi quebec file for unemployment
cv job search
prestation assurance emploi now hiring
assurance emploi resume
perte emploi laid off
manque travail job search websites
heures emploi job hiring
arret de travail job interview
demande assurance emploi find work
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B Exemples de prévision

FIGURE 1 – Prévision du mois courant des heures travaillées au Canada à l’aide des
Google Trends

Note : Les lignes rouges et bleues représentent les prévisions obtenues par le meilleur modèle au sens de l’erreur quadratique moyenne. La ligne

pointillée représente la prévision obtenue avec le modèle de référence, AR,BIC.
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